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Analizar grandes cantidades de datos con rapidez es uno de los mayores retos a los que 

se enfrentan las empresas hoy en día. Los sistemas informáticos ofrecen la posibilidad 

de almacenar gran cantidad de datos pero es necesario encontrar la manera de 

analizarlos en un tiempo razonable. Las bases de datos temporales son bases de datos 

excepcionalmente grandes cuyo análisis resulta particularmente laborioso cuando no 

imposible. Reducir la dimensionalidad de los datos para que el tiempo necesario para 

dicho análisis sea admisible es la primera prioridad. La definición de una buena medida 

de la similitud que permita comparar las series temporales entre sí será la segunda. Si 

nos aproximamos a un dominio en concreto, el de las series temporales económicas, 

vemos que las series temporales bursátiles son estudiadas con el fin de detectar posibles 

cambios de tendencia que avisen de las oportunidades de compra o de venta de títulos. 

El análisis técnico observa la formación de ciertos patrones y realiza un seguimiento de 

los mismos utilizándolos como referencia a la hora de tomar las decisiones oportunas. 

Es posible utilizar los fundamentos del análisis técnico como base para la 

representación de las series temporales para estudiar,.a continuación, usando distintas 

medidas de la distancia, resultados obtenidos por algoritmos de clustering. Se 

analizarán los resultados tanto desde el punto de vista de la eficacia como desde la 

eficiencia. 
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CAPÍTULO! 

INTRODUCCIÓN 

En las últimas décadas ha aumentado considerablemente la posibilidad de 

generar y guardar gran cantidad de datos. El uso extendido de los códigos de 

barras, el hecho de que muchas de las transacciones a nivel científico, 

gubernamental o empresarial se hagan de manera electrónica, junto con los 

avances en las herramientas de captura de datos, tanto de tipo texto como de 

imágenes recolectadas por satélites, sumado al uso masivo de la Web, han hecho 

necesario el uso de nuevas técnicas que puedan ayudamos a transformar estas 

inmensas cantidades de información en conocimiento e información útil. 

La minería de datos es el conjunto de conceptos y técnicas que procuran 

explotar los datos contenidos en grandes bases de datos de manera automática, 
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extrayendo de ellos los patrones que puedan estar representados implícitamente. 

Es un área multidisciplinar donde, además de incluir áreas tales comu la 

inteligencia artificfal, la estadística o las redes neuronales, debemos tener en 

cuenta el dominio de aplicación en el que estemos trabajando. 

El análisis de bases de datos de series temporales despierta interés en áreas tan 

diversas como la ingeniería, la medicina o las finanzas. Los datos en forma de 

serie temporal son dificiles de procesar y analizar. La búsqueda de similitudes 

entre series temporales es fundamental para poder realizar cualquiera de las 

labores de minería de datos, algunas de las cuales se enumeran a continuación: 

clasificación, obtención de reglas, clustering, y búsqueda en grandes bases de 

datos de la serie más similar a una serie dada. En el caso de las series temporales y 

debido a la dimensiomdidad inherente, cualquier algoritmo de minería deberla 

usar una aproximación a los datos de manera que, a la vez que capture sus 

car~cteristicas más esenciales, obtenga una representación redu.cida que facilite su 

posterior uso. La representación obtenida constituirá, por lo tanto, un mecanismo 

de compresión. 

La minería de tipos de datos complejos tales cmno datos espaciales, datos 

multimedia, series temporales, datos textuales, y datos extraídos de la web es una 

tarea que está ganando en importancia. Las técnicas clásicas de minería de datos 

han de ser desarrolladas para que puedan ser utilizadas con este tipo de datos <le 

manera que sea posible extraer infom1ación fructífera de estos repositorios de 

datos complejos. Todos los mecanismos mostrados a lo largo de esta tesis, con 

excepción del uso de los patrones específicos del análisis técnico, serian 
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aplicables a cualquier otro problema en el que los datos a tratar fuesen series 

temporales. 

Por otra parte, los datos financieros recolectados en los bancos o instituciones 

financieras son siempre completos, fiables y de gran calidad. Esto facilita el 

análisis sistemático de los datos, además del uso de algoritmos de minería para 

resolver, entre otras, algunas de las problemáticas que a continuación se 

presentan: 

• Predicción en el pago de los préstamos. 

• Análisis de las políticas en la concesión de créditos a clientes. 

• Clasificación y clustering de los clientes para marketing personalizado. 

• Detección del fraude. 

El dominio de aplicación seleccionado en esta tesis para desarrollar los 

principios y avances sobre los que progresa la minería de datos son los mercados 

financieros, concretamente el análisis técnico. 

El análisis técnico es el estudio de los movimientos del mercado usando para 

ello gráficos con el propósito de pronosticar las futuras tendencias de los precios 

(Murphy. 2000). Cuando nos referimos a movimientos del mercado, se incluyen 

las tres fuentes principales de información disponibles: el precio, el volumen y el 

interés abierto. En este caso, para realizar el trabajo que a continuación se va a 

mostrar, la única información a la que se va a prestar atención es la concerniente 

al movimiento de precios. 

Estos precios constituyen secuencias de valores que cambian con el tiempo y 

son medidas a intervalos regulares. El resultado obtenido son series temporales, 
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para las cuales se han desarrollado mecanismos específicos dentro <.le la minería 

de datos. 

La peculiaridad que presenta el análisis técnico, que lo hace adecuado para el 

uso de herramientas computerizadas, es el primer principio en el que se sustenta: 

"los movimientos del mercado lo descuentan todo". El. analista técnico supone que 

todo lo que pueda afectar al mercado se encuentra ya reflejado en el propio precio. 

Los movimientos de precios deberán, por lo tanto, reflejar los cambios de la oforta 

y ia demanda. Si la oferta sube, los precios deberían subir y, si baja, los precios 

deberían bajar. Todo ello, sin preocuparnos de las razones por las cuales los 

precios suben o bajan. 

Surge entonces el concepto de tendencia. El análisis técnico representa los 

precios gráficamente con el fin de identificar tendencias. Identificadas las 

tendencias, el objetivo es que fas transacciones que se realicen en el mercado 

vayan en la dirección de dichas tendencias. Suponen10s que una tendencia en 

movimiento seguirá en la misma dirección hasta que comience a volver ~trás. 

El análisis técnico ha identificado y clasificado ciertos patrones extraídos a 

partir de los gráficos. Estos patrones revelan la sicología alcista o bajista del 

mercado y dado que dichos patrones han funcionado bien en el pasado, se asume 

que seguirán funcionando bien en el futuro. Presuponemos, entonces, que la 

comprensión del futuro está en el estudio del pasado. 

La teoría de Dow es la piedra angular del análisis técnico. Sus principios 

básicos son los que a continuación se exponen: 



Las medias lo descuentan todo: la suma y tendencia de las transacciones de la 

Bolsa representan la suma de todo el conocimiento del pasado, el inmediato y el 

remoto, aplicado el descuento del futuro. 

El mercado presenta tendencias ascendentes y descendentes. Se define una 

tendencia ascendente como una situación en la que cada sucesiva recuperación 

cierra más alto que la recuperación previa y cada sucesivo nivel bajo cierra mas 

alto que el nivel bajo de la recuperación previa. Según Dow, es posible aplicar a 

los mercados los mismo efectos de acción reacción que se aplican al universo 

fisico. Es posible observar que "cuando un valor llega a lo más alto, a 

continuación tiene un moderado descenso y luego vuelve a subir para aproximarse 

a las cifras más akas. Si después de un movimiento tal, la cotización vuelve a 

retroceder, probablemente bajad una cierta distancia". 

Dow consideraba que una tendencia tenía tres partes: primaria, con duración 

superior a un año, secundaria; que representa correcciones en la tendencia 

primaria y que durará de tres semanas a tres meses; y tendencia menor con una 

duración inferior a 3 semanas. Además, las tendencias principales, según Dow, 

tienen tres fases bien diferenciadas: una fase de acumulación o COl'J.lf)flil bien 

informada de los inversores más astutos, una fase de participación pública en la 

que comienzan a participar la gran mayoría de los que siguen tendencias, y una 

fase de distribución en la que los periódicos publican noticias sobre subidas 

progresivas. 

Las medias deben confirmarse entre ellas: refiriéndose a las medias Industriales 

y a las de los Ferrocarriles. Dow pensaba que ambas medias debían confirmar el 
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comienzo o la continuación de una media alcista. El volumen debe, también, 

confirmar la tendencia, creciendo o decreciendo en la dirección de la tendencia 

principal. 

Además, se presume que una tendencia está en vigor hasta que da señales 

definitivas de que una fuerza externa le ha hecho retroceder. 

Antes de pasar a explicar el contenido de esta tesis, será necesario mencionar la 

Teoría del Paseo Aleatorio, la cual dice que los cambios en los precios son 

serialmente independientes y que el histórico de precios no es un indicador de 

confianza de la futura dirección de los mismos. 

El ñmcionamiento de los mercados puede, ciertamente, parecer aleatorio. 

Esperamos que dicha aleatoriedad desaparezca en cierta medida según vayamos 

introduciendo los mecanismos implementados. 

Lo ideal seria trasladar a algoritmos de minería de datos la capacidad de 

observación empírica y la experiencia práctica de los analistas técnicos, de manera 

que sea posit>le anticiparse a los mercados. No es esta una tarea fácil, los 

mercados descueman toda la información rápidamente, tan. rápidamente que, a 

veces, no hay manera 4e sacar particlo de <½icha información. 

Se tratará a lo largo de la tesis de aunar las necesidades de los analistas 

técnicos con los avances que se han obtenido como resultado de la investigación 

realizada en la minería de series temporales en la última década. Para poder lograr 

dicho objetivo, se observarán las series temporales bursátiles desde la perspectiva 

del analista técnico. Se desarrollará una nueva representación con patrones usados 

por dicha disciplina. El más conocido será el patrón de cambio de tendencia, 
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hombro-cabeza-hombro. En la Figura 1.1 podemos observar un ejemplo de una 

serie temporal en el cual existe un patrón de este tipo. Se muestran gráficamente 

una serie temporal, la serie suavizada y los extremos que constituyen el patrón. El 

mostrado es uno de los patrones de más confianza y el más importante. De hecho, 

sería posible pensar que la mayoría del resto de los patrones es sólo una variación 

suya. 

En la gráfica se muestra la serie original, la misma serie suavizada mediante el 

uso de un estimador kernel que eliminará el ruido y el patrón detectado. Una vez 

detectado el patrón, se debe almacenar cierta información referente a él. 

Almacenar esta iflformación supone adoptar una representación. 

o 
¡;; 

... ... 

10 20 30 40 50 60 

Serie Original = • Serie Suavizada = - Patrón = O 

Figura 1. 1. Una serie temporal, la serie suavizada correspondiente y un patrón hombro-cabe:za-hombro. 

Para cualquier representación, los aspectos más importantes a tener en cuenta 

son los siguientes (Shatkay and Zdonik. 1996). 
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e Desde el punto de vista del espacio ocupado, la nueva rep:resentación debe 

ser más eficiente que la representación original 

~ Si tengo dos secuencias a y b y características (a), caracteristicas (b), y 

sus respectivas representaciones en el nuevo alfabeto, sería deseable que 

rep(a)=rep(b)º características (a)=características (b), Ésta es una 

condición bastante fuerte que se puede relajar. 

® Las representaciones similares deben corresponderse con características 

similare!::. Por otra parte, í.e deben preservar características importantes de 

la secuencia, 

o Seria aconsejable que se pudiese generar un índice convenientemente 

además de soportar consultas sobre patrones generales en lugar de 

consultas sobre valores concretos. 

® Por último, es importante que la representación pueda ser utilizada para 

predech- y/o deducir valores de fa secuencia que no se han muestreado. 

Estrechamente relacionada con la representación adoptada para las series 

temporales, se encuentra la necesidad de definir una medirla de la distancia que 

use dicha representación en labores de minería de datos tales cmno la búsqueda de 

la secuencia o subsecuencia más parecida a una secuencia dada. Según la 

caracterización ofrecida en este trabajo de las consultas aproximadas 

generalizadas, podremos afrontar fa búsqueda de subsecuencias semejantes desde 

una perspectiva más general siempre que se contemplen las siguientes 

características: 
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• Hay algún tipo de patrón general, independiente de valores concretos que 

caracteriza los resultados deseados. Definir el patrón supone definir la 

consulta. 

• La consulta denota en realidad un conjunto S de subsecuencias en lugar de 

una sola. 

• S será un conjunto cerrado ante ciertas transformaciones que preserven su 

comportamiento tales como traslación en tiempo y en amplitud, 

dilataciones y contracciones, etc. 

• El resukado será una coincidencia exacta si el resultado pertenece a S, en 

otro caso será un resultado aproximado. 

Han sido múltiples los intentos para desarrollar sistemas para analizar datos de 

series temporales correspondientes al dominio bursátil. En 1993, en la 

Universidad de Wisconsin se desarrolló MIMSY (Ilota. 1993). En dicho sistema 

era posible, mediante un lenguaje parecido al SQL, la búsqueda de patrones 

temporales en datos bursátiles. Diclio sistema utilizaba mecanismos para poder 

especificar restricciones temporales a la hora de su recuperación. 

Una buena recopilación de las distintas medidas de similitud utilizadas entre 

series temporales del dominio bursátil fue utilizado para el clustering de series 

temporales en (Gavrilov et al. 2000). 

Estos y otros muchos trabajos han intentado afrontar el problema de la 

representación, la consulta, y otras labores de minería de datos en el dominio que 

nos ocupa. Desde que Agrawal, Faloutsos y Swami presentaran (Agrawal. 1993), 

un trabajo ampliamente citado, se han desarrollado múltiples técnicas con el 

9 



objetivo de que la minería de datos pudiese ser aplicada con éxito en el 

tratamiento de datos bursátiles. El tratamiento de estos datos ha tenido siempre 

muy presente el análisis técnico, una muestra de ello es el articulo (Lo et al. 2000) 

donde se estudiaba la p.res1;;ncia y la información suministrada por los patrones 

que aquí se van a utilizar. En (Ming Dong. 2002), por otra parte, se estudia la 

naturaleza difusa de los patrones del análisis técnico utilizando para ello la lógica 

difusa. 

La búsqueda de subsecuencias semejantes considerando los patrones de 

análisis técnico en datos bursátiles ha sido estudiada en, al menos, (Rafieio 1999) 

y (Agrawal et aL 1995) donde se definía un lenguaje de consulta de formas que 

podía ser utilizado para rescatar patrones del tipo hombro-cabeza-hombro. 

Todo lo mencionado anteriormente ha de servir para que, además de detectar 

patrones, sumieistre información relevante referente a ias decisiones respecto a las 

inversiones a realizar. La rentabilidad y la eficiencia de los patrones encontrados a 

la hora de decidir las inversiones diarias serán fundamentales. Lo idea! sería 

ayudar a los invernores a identificar oportunidades para realizar operaciones 

rentables en tiempo real. Según (Roth. 1993) variables tales como la calidad o 

grado de pertenencia de una determinada serie a un cierto tipo de patrón, así como 

la longitud del mismo, han resultado detemrinantes ~ la hora de obtener unos 

buenos resultados. 
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Contribuciones 

Esta tesis usa los principios del análisis técnico para poder dar soporte al 

analista de bolsa a la hora de decidir sus inversiones. La aproximación que se va a 

emplear va a ser la más parecida a la que los propios técnicos utilizan. Cuando 

éstos observan los gráficos, van trazando rectas que unen máximos y mínimos 

procurando predecir los movimientos siguientes. Mientras se van trazando dichas 

rectas, es posible observar algunas de las formaciones que pronostican un 

comportamiento reconocible y predecible del mercado. Además, de poder trazar 

dichas rectas, los analistas intentan buscar referencias de precios pasados que 

hayan tenido un comportamiento semejante. Tratarán , a continuación, de asociar 

el actual comportamiento ai ya reproducido con anterioridad. 

Técnicamente, la representación utilizada, es una aproximación lineal a tramos. 

Es una de las representaciones más utilizadas en minería de series temporales. 

Representa la serie temporal mediante k segmentos lineales. De hecho, es una 

buena técnica para reducir la complejidad de los datos originales. Ya fue utilizada 

en (Ge. 1998) para explorar la coincidencia de patrones propios del análisis 

técnico, aunque estos patrones se extraían en dicho trabajo mediante un 

mecanismo distinto. La representación lineal a tramos es una aproximación de los 

datos y por lo tanto debemos tener presente el error inherente a dicha 

representación. Tal como se verá a continuación, se han realizado pruebas para 

poder medir dicho error. 
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Han sido muchos los algoritmos de segmentación utilizados para obtener 

representaciones más reducidas de las series temporales. En (Keogh et al. 2004) 

se puede tener una reciente recopilación. El propio autor desarrolló en (Keogh. 

200 la) otro mecanismo que también utilizaremos en las pruebas mostradas en los 

siguientes capítulos. La mayoría de los algoritmos planteados son generales, es 

decir, servirán para cualquier tipo de dato, bursátil o de cualquier otro dominio. 

En esta tesis, la segmentación obtenida viene determinada por aquellos extremos 

de la serie temporal susceptibles de constituir un patrón previamente determinado. 

En ese sentido, la representación obtenida, a pesar de ser una representación 

basada en segmentos lineales, es totalmente dependiente del dominio de 

aplicación considerado. La misma aproximación ha sido también estudiada desde 

otra perspectiva en (Chung et al. 2004). 

. . 

.. 

o 10 20 30 40 50 60 

Figura 1. 2. La serie, el patrón detectado y su representación mediante segmentos 
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En lo que respecta a la medida de la distancia, esta deberá reflejar el hecho de 

que dos series tempornles se están comportando de manera semejante, no 

necesariamente igual. Se explorarán múltiples medidas de la distancia que, 

utilizadas con todos o parte de los segmentos constitutivos de la representación, 

dan la posibilidad de una recuperación rápida y flexible de la información 

almacenada. Se han explorado distancias entre segmentos en las cuales la 

posibilidad de poder asignar un peso a cada segmento es, en realidad, una 

posibilidad que es posible explotar de múltiples maneras (Keogh. 1998). 

Otras distancias utilizadas contemplan la posibilidad de que tengamos 

distorsión en el eje temporal. La posibilidad de que exista dicha distorsión hace 

que un patrón se pueda reproducir en una serie más lentamente o más rápidamente 

que el :n:rismo patrón encontrado en otra serie. Estas distancias será.."1 las 

denominadas distancias coo alineación dinámica temporal. 

A continuación se muestran las fases de las que constará el proceso de 

representación y exploración de las series temporales económicas en estudio: 

" Selección de los puntos importantes (máximos y mínimos) e identificación de 

los patrones en el dominio de aplicación. 

@ Representación de las series mediante segmentos lineales que se ajustan a 

dichos patrones. 

~ Valoración de las representaciones obtenidas con respecto a otras 

representaciones ampliamente utilizadas midiendo para ello los errores 

obtenidos en las reconstrucciones de las series temporales. 
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(!¡j Establecer medidas de la similitud que se utilizarán er:c la representación 

planteada. 

• Comparaciones empíricas del comportamiento de la representación y de las 

distancias planteadas en la resolución de labores de clustering. 

Para facilitar la lectura del documento, se resumen los contenidos capítulo a 

capítulo, que es posible encontrar en esta memoria. 

Capitulo 2: revisión de los distintos tipos de problemas planteados en el área 

de minería de datos en series temporales. Se plantea el problema de la 

dimensionalidad inherente a los datos temporales y los distintos mecanismos que 

se han utilizado para sortear este problema. Se plantea la necesidad de usar 

representaciones que reduzcan la dirnensfonalroad de los datos además de estudiar 

las propiedades deseables de fa medida de la distancia definida. 

Capitulo 3: revisión más exhaustiva de las distintas representaciones que han 

sido utilizadas para reducir la dimensionalidad de los datos. Se presentan, entre 

otros, la Transfom1ada Discreta de Fourier y la Transformada Discreta Wavelet 

además de otros mecanismos que representan las senes temporales mediante 

segmentos. Se harán también breves menciones a aproximaciones simbólicasº 

Capitulo 4: estudio de las medidas de la similitud entre series temporales que 

han sido utilizadas en sucesivos trabajos, medidas de la similitud que pueden, o 
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no, considerar distorsiones en el eje temporal e incluso que pueden permitir al 

usuario introducir nociones subjetivas de similitud. 

Capitulo S: propone una representación basada en puntos importantes de las 

series temporales usando patrones propios del análisis técnico. Se consideran 

distintas bases de datos y se plantean distintas problemáticas a tener en cuenta, 

tales como el error de reconstrucción, la calidad de la segmentación obtenida, la 

media de los patrones encontrados y la capacidad predictiva de estos patrones . 

Capitulo 6: propone distintas distancias y presenta los resultados 

experimentales obtenidos en sucesivos clusterings. 

Capitulo 7: muestra una alternativa cada vez más utilizada en tareas de minería 

de datos costosas, la paralelización. 

Capítulo 8: servirá para presentar las conclusiones de los experimentos 

realizados, además de plantear los trabajos que se van a realizar en el futuro en 

esta línea de investigación. 
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MINERÍA DE DATOS EN SERIES TEMPORALES 

La mineria de datos ha atraído ,ma gran atención en la industria de fa 

información debido a la gran cantidad de datos disponibles y a la necesidad de 

convertir dichos datos en información útil y en conocimiento. 

Según una definición de mineria de datos "es la extracción no trivial de 

información implícita potencialmente útil a partir de los datos". 

La mineria de datos puede ser vista como el resultado de la evolución natural 

de la tecnología de la información. Dicho proceso comenzó con el desarrollo de 

las funcionalidades de recopilación, creación, y gestión de bases de datos, para dar 

paso, alrededor de la mitad de los 80, a los sistemas de bases de datos avanzadas, 

A finales de esta década, podemos encontrar las bases de datos 
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multidimensionales y la minería de datos y a continuación, a partir de 1990, 

podemos encontramos con el desarrollo de sistemas de bases de datos basados en 

la web. La abundancia de datos, junto a la necesidad de disponer de herramientas 

de análisis potentes, se ha descrito como una situación de riqueza de datos frente a 

la de pobreza de información. 

Las herramientas de minería de datos realizan análisis de datos y descubren 

patrones de datos importantes, contribuyendo a las decisiones estratégicas en los 

negocios y en investigaciones médicas y científicas. 

El proceso de extracción de conocimiento de las bases de datos es un proceso 

más amplio que constará de varios pasos. 

• La limpieza de los· datos, con el objetivo de borrar ruido y datos 

inconsistentes. 

• La integración de los datos, proceso en el cual se pueden combinar datos 

de varias fuentes. 

• La selección de los datos, cuando se extraen los datos relevantes para la 

tarea de análisis de la hase de datos. 

• La transformación, cuando los datos son transformados o consolidados en 

formas apropiadas para el análisis, realizando, por ejemplo, operaciones de 

suma y agregación. 

• La minería de datos, donde se aplican métodos inteligentes para extraer 

patrones a partir de los datos. 
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e La evaluación de los patrones, donde se identificarán los patrones 

realmente interesantes, usando para ello cie11a medida de lo interesante 

que pueda resultar u.u. patrón. 

~ Presentación del conocimiento, donde se utilizaran témicas de 

visualización y técnicas de representación para presentar al usuario el 

conocimiento extraído. 

Cualquiera de estos procesos puede ser aplicado sobre diferentes repositorios: 

bases de datos relacionales, almacenes de datos, bases de datos transaccionales, 

ficheros planos, bases de datos espaciales, bases de datos de series temporales, 

bases de datos textuales, o bases de datos multimedia, entre otros. Los problemas 

y las técnicas utilizadas pueden ser, además, distintas para cada uno de los 

repositorios. En la minería de datos se han estudiado algoritmos que facilitan ei 

proceso de extracción de información. Hasta ahora, dicho proceso de extracción 

de infom1ación estaba centrado básicamente en el tr!ltamiento de datos estáticos, 

datos acerca del mundo en un instante dado de tiempo. En la minería de datos 

estática, las bases de datos coosisten en registros que caracterizan objetos en 

términos de atributos X; que no cambian con el tiempo. Son registros relacionados 

con un objeto en un cierto instante de tiempo. 

Disponemos, por lo tanto, de ía descripción de un objeto dado en función de 

dichas variables: 
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En la minería de datos dinámica o temporal, las bases de datos se corresponden 

con registros que caracterizan a los objetos en distintos instantes de tiempo: 

Muchos de los datos recogidos automáticamente por sensores o monitores son 

series temporales. Una serie temporal es una secuencia de números reales que 

representa la medida de una variable real a intervalos regulares de tiempo. Como 

ejemplo de series temporales, podemos tener los volúmenes de ventas a lo largo 

del tiempo, la lectura de la temperatura diaria, etc. 

500 1000 1500 2000 

Figura 2. 1. Serie temporal correspondiente a los valores de cierre del índice General de la bolsa de 

Madrid en el siguiente período: del 02/01/1990 al 25/5/2004. 

A la hora de aplicar distintos algoritmos a datos temporales, se debe tener en 

cuenta el espacio de búsqueda con el que se va a trabajar. Los espacios discretos 

son aquellos que tratan con caracteres o patrones coincidentes. Diremos que 
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estamos en tm ambiente contínuo cuando trabajamos con se1ies temporales de 

números reaiefL 

Una base de datos de senes temporales será una larga colección de senes 

temporales. Almacena secuencias de valores o eventos que cambian con el 

tiempo. Las bases de datos que recogen la variación de un stock :,;erán lli'l ejemplo. 

Los valores son nonnalmente medidos a intervalos iguales de tiempo. Las bases 

de datos de series temporales son muy utilizadas para estudiar las fluctuaciones 

diarias de los mercados de valores, realizar trazas de un proceso de producción 

dinámico, experimentos científicos, tratamientos médicos, etc. 

Las bases de datos temporales se caracterizan por ser bases de datos muy 

grandes. Debido a estas dimensiones, el acceso a dichos datos o fa aplicación de 

algoritmos de minerfa de datos se convierte en una tarea en la que es necesario 

invertir gran cantidad de tiempo. Cierto porcentaje de dichos datos nunca se 

estudiaran. 

Una secuencia de eventos será, en cambio, una secuencia compuesta por una 

se1ie de símboios nominales a partir de un determinado alfabeto. Una base de 

datos de secuencias es cualquier base de datos que registrn. secueflcias de eventos 

ordenados con o sin noción concreta de tiempo. 

Será necesario tratar los at1ibutos relacionados con información temporal de 

manera que los datos se puedan ver como una secuencia de eventos para poder 

comprender completamente el fenómeno. 

Tanto en (A."Itunes and Oliveira. 2001) como en (Vlachos. 2004) se ofrece una 

panorámica extensa del área de mi.."leria de datos referente a información temporal. 
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Es de destacar que el conocimiento a extraer a partir de datos temporales varía 

cuando disponemos de una sola secuencia o de múltiples secuencias. Cuando nos 

encontramos ante una sola secuencia el conocimiento que nos podría interesar 

extraer es el siguiente: 

• Características importantes que describan a la secuencia. 

• Patrones frecuentes y significativos. 

• Periodicidades significativas. 

• Cambios en el fenómeno que subyace en dicha secuencia y que se 

mostrará como una desviación significativa. 

• Porcentaje de cambio a partir del comportamiento normal. 

• Modelo completo que explique el fenómeno. 

Cuando nos encontramos ante múltiples secuencias el conocimiento que nos 

interesa es: 

• Cmstering. 

• Descubrimiento de reglas: "si el stock X sube e Y se mantiene Z bajará 

pronto". 

• Clasificación de las secuencias 

• Consultas por contenido. 

El estudio de la similitud entre secuencias, y la consiguiente defmición de una 

medida de la similitud o disimilitud, será la base para poder realizar muchas de las 

labores mencionadas, siendo el objetivo último el de descubrir relaciones entre 

secuencias y subsecuencias de eventos. 
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Series similares 
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Figura 2. 2. Dos series temporales similares pero no idénticas 

Cómo representar el tiempo es un problema fundamental que debe resolverse 

antes de que se aplÍ'IUC niflgún algoritmo de los mencionados anteriormente. Una 

de las alternativas será lffl3 representación implícita, otra opción será la 

representación explícita. 

La representación explícita asocia el orden consecutivo del patrón coo la 

dimensiooalidad del vector de patrones. El primer evento temporal está asociado 

al primer elemento del vector de patrones, el segundo coo el segundo y así 

sucesivamente. Dicha llf')roximación tiene bastantes problemas, una de ellas es 

que necesita una interfaz con el mundo que almacene los datos de manera que se 

puedan presentar de golpe. El segundo de dichos problemas es que dichos 

registros imponen condiciones muy rígidas sobre la duración de los patrones y 

además sugieren que todos los vectores de entrada tienen la misma longitud. Es 

posible tratar con los datos después de que se hayan realizado transformaciones 
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mínimas, incluso podemos dejar la serie temporal en su forma original. Es posible 

utilizar una aproximación lineal a tramos para obtener subsecuencias manejables. 

Otra posibilidad es la de usar transformadas, de manera que podamos disponer de 

los datos representados en un espacio de representación más manejable. Dicho 

espacio de representación puede ser continuo o discreto. 

La representación implícita es la que opta por dejar que el tiempo se represente 

por el efecto que tiene sobre el proceso. Se trata de dar al s-istema dinámico 

procesado propiedades que le permitan ser sensible a secuencias temporales. En 

este tipo de aproximaciones, las representaciones internas tratan de conservar 

implícitamente el paso del tiempo. Se obtiene un modelo que puede ser visto 

como un generador de las secuencias obtenidas. Obtendremos un modelo 

determinístico o estadístico que pueda ser utilizado para resolver preguntas más 

complejas. En (Elman. 1990) se propone esta aliemativa con el fin de dotar de 

memoria a modelos conexionistas, en concreto, se propone el uso de enlaces 

recurrentes en redes con el fin de dotar a las redes de memoria ctinámica. Se han 

usado modelos semi-Markov (Ge and Smyth. 2000) para modelar la secuencia y 

encontrar un algoritmo que pueda calcular la distancia entre dos secuencias 

calculando la distancia entre los modelos que las generan. Otra alternativa es la de 

encontrar ordenaciones parciales entre símbolos de manera que sea posible 

encontrar episodios complejos formados por composiciones en serie o en paralelo 

de eventos básicos. Estos modelos pueden ser vistos como modelos basados en 

grafos desde el momento en el que se utilizan uno o más grafos para modelar las 

secuencias observadas. 
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Afg{liritmos de mine.ría par» datos temporales 

Entre los algoritmos de minería de datos para senes temporales, la 

clasificación no supervisada trata de encon1Tar agrupaciones naturales de series 

temporales correspondientes a una base de datos teniendo en cuenta cierta medida 

de la similitud/disimilitud, La clasificación no supervisada Juega un papel 

importante en el proceso de extracción de información a partir de series 

económicas y fi:rnmcieras donde las series temporales tienen ruido. El clustering 

se ha utilizado en (Focardi. 2001-04.) como ooa herramienta econométrica para 

estudiar dependencias entre variables que pueden utilizarse para alguno de los 

siguientes fines: 

~ Identificar á,reas o sectores con fines policiaies como es el caso de la 

detección del fraude. 

e Identificar similitudes estructurales en los procesos económicos para 

realizar predicciones económicas. 

e Identificar dependencias estables para la gestión del riesgo y la gestión 

de las inversiones. 

El clustering constituye un proceso de descubrimiento. El hecho de que dichos 

clusters se puedan descubrir, dependerá de los conjuntos de datos empíricos. Será 

necesario reflexionar posteriormente sobre la utilidad de los clusters descubiertos. 

El descub1imiento de clusters útiles depende tanto del algoritmo de clustering 

como de la distancia utilizada. 
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Múltiples trabajos, entre los cuales se encuentran (Bozkaya and Ozsoyoglu. 

1997), (Bozkaya et ai. 1997), (Han. 1999), (Ge. 2000), han estudiado distinios 

aspectos relacionados con los algoritmos de dustering. 

En los algoritmos de clasificación, dada una serie temporal no etiquetada Q, se 

trata de asignar a dicha serie temporal una de dos o más clases predefinidas. Es 

necesario disponer de una base de datos previamente clasificada y estudiar la 

fiabilidad de la clasificación obtenida. En (Keogh. 1998) podemos encontrar 

referencias a distintos aspectos referentes a la clasificación. 

La posible dependencia entre va..-riables ha sido también est-udiada usando para 

ello el coeficiente de correlación. Dicho coeficiente tendrá valores entre [-1 , 1]. 

Cuando el valor sea -1, sabemos que las variables se mueven en sentidos 

opuestos. Si el coeficiente de correlación es 1 sabemos que se mueven juntas. 

El coeficiente de correlación puede ser interpretado como l~ existencia de 

cierta dependencia causal entre las variables o dependencia causal de l~s variables 

en cierto factor exógeno común. 

Dicho coeficiente se ha usado en (Li et al. 1996). En otros trabajos ha sido 

también utilizado para comprobar si distintas medidas de la distancia definidas 

sobre un mismo conjunto de datos estaban correladas o no. 

A continuación se plantea el problema de la predicción. Dado x1_1,x1_2,x1_3 .... , 

una sede de valores reales, se trata de predecir x1 • 

Las predicciones lineales tratan de expresar x1 como una combinación lineal 

del pasado x,_1 , x,_2 tomando para ello una ventana de longitud w. 
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Formalmente podemos expresarlo según (1): 

Dentro del área de la predicción, la regresión lineal trata de expresar lo que no 

conocemos (ó variable dependiente) como una función lineal de lo que sí sabemos 

( ó variable independiente). Por otra parte, la autoregresión lineal, usando una serie 

temporal S[t], hace que ésta sea la variable dependiente y toma como variable 

independiente S{t -1 J , suponiendo que la ventana de retraso utilizada es w = 1. 

El análisis de periodicidad es la búsqueda de patrones recurrentes en bases de 

datos de series temporales. Pueden ser aplicados a áreas tan importantes como 

patrones de tráfico diarios, programaciones televisivas semanales, consumo de 

electricidad diaria, etc. Todos ellos presentan patrones periódicos, La extracción 

de éstos patrones periódicos puede ser vista como la tarea de extracción de 

patrones secuenciales tomando la duración como tm conjunto de secuencias 

particionadas tales como "cada año" o "cada rebanada antes o después de la 

ocurrencia de cierto evento", etc. 

El análisis de la periodicidad se puede dividir en tres categorías: 

@.l Extracción de patrones periódicos completos: donde cada punto en el 

tiempo contribuye (precisa o aproximadamente) al comportamiento 

cíclico de la serie tempornL Por ejemplo, todos los días de un año 

contribuyen aproximadamente al ciclo estacional del año, 

e Extracción de patrones periódicos parciales: especifica el 

comportamiento periódico de la serie temporal en algunos, pero no 
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todos, los instantes de tiempo. Serán patrones del tipo: "El lee el 

periódico de 7 a 7 ,30 de la mañana pero el resto de sus actividades 

diarias no presentan mucha regularidad". 

• Extracción de reglas de asociación periódicas o reglas de asociación 

cíclicas: serán reglas que asocian un conjunto de eventos que ocurren 

periódicamente. Un ejemplo de reglas de asociación cíclicas es el 

siguiente: "Basándonos en las transacciones día a día, si el aperitivo de 

la mañana se toma entre las 12 y la 1 de la mañana, la comida será bien 

recibida, los fines de semana, entre las 14,30 y 1as15,30". 

Se han aplicado técnicas para el análisis de periodicidad cotnpleta en el área de 

análisis de señal y la estadística. La Transformada de Fourier se ha utilizado para 

representar datos en el dominio de la frecuencia. Dicha transformada no puede ser 

aplicada a la tarea de extracción de patrones periódicos parciales porque trata la 

serie temporal como un flujo de valores inseparables. Lo cierto es que muchos de 

los métodos para la extracción de patrones periódicos completos son inaplicables 

o demasiado costosos para el proceso de búsqueda de patrones periódicos 

parciales La extracción eficiente de patrones periódicos parciales en bases de 

datos de series temporales ha sido estudiada en (Han. 1999). El mismo problema 

se aborda en (Han et al. 1998), considerándose el problema de la búsqueda de 

patrones periódicos parciales y no sólo la búsqueda de patrones periódicos 

completos. 

Otro problema estudiado en la minería de datos es el problema de la detección 

automática de los puntos de cambio (Ge. 2000), (Zeira et al. 2004). A medida que 
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vamos acumulando datos en grandes bases de datos, es posible pensar que, de 

alguna manera, los nuevos datos actúan de la misma manera que el conocimiento 

previamente implementado. En realidad, seria necesario, para fa mayoría de los 

algoritmos de aprendizaje incrementales, refinar o reconstrur los modelos 

almacenados a medida que lleguen nuevos daios. 

Otro de los problemas de minería de datos que más interés ha despertado entre 

los investigadores en los últimos años es el proceso de búsqueda de la serie o 

series más similares a una dada. La problemática pianteada en este apartado se 

divide en dos grandes grupos que se exponen a continuación. 

Búsqueda de las series más similares a una dada con coincidencia cocnpleta, es 

decir, dada una colección de N objetos Oa,Ob,···,On y un objeto de consulta Q, 

queremos encontrar todos los objetos que estén dentro de una distancia s óe Q. La 

consulta y los objetos almacenados son dei mismo tipo. Tratándose de secuencias, 

serian secuencias de la misma longitud. Las técnicas más utilizadas hasta el 

momento reducen la dimensionalidad de las series temporales, transformándolas. 

Se obtiene una representación en el espocm tnmsfüm1ado y se utilizan 

posteriormente métodos de acceso espaciales, tales como el árbol R y sus 

variantes, en dicho espacio transformado. 

La medida de la similitud D(P', Q') definida sobre la base de una determinada 

representación P' y Q' para dos series temporales P y Q seria deseable que fuese 

una cota inferior de ia distancia D(P, Q) entre las dos series originales, de manera 

que DuJP',Q~l <= D(P,Q). 
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Figura 2. 3. Serie de consulta Q. 
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Figura 2. 4. Colección de 4 objetos del mismo tipo que la serie Q dada en la figura anterior. 

Cuando se aborda el problema de los subpatrones coincidentes, se permite que 

la consulta especifique sólo parte del objeto. Dados N objetos 0 0 ,0b, ... , ON , 

cada uno de ellos de longitud m, una consulta que busca subsecuencias 

coincidentes, dado una parte de un objeto Q y una tolerancia &, debe identificar las 

partes de los objetos de datos que coinciden con la consulta. Se permite que la 

secuencia de consulta sea menor que la secuencia sobre la cual se pretende 

realizar la búsqueda. Se trataría de, dada una secuencia Q y otra secuencia más 
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larga O;, de encontrar la subsecuencia en 0 1, comenzando por el principio, que 

mejor coincida con Q y devolver su desplazamiento dentro de O¡ . Ésto requiere 

que la consulta Q se sitúe en cada uno de los posibles desplaw.mientos dentro de 

la secuencia O; . Si la longitud de la secuencia 0 1 es m y la longitud de la 

secuencia Q es h, la complejidad del algoritmo que realiza la búsqueda secuencial 

será O(rnh), suponiendo que m >> h. Esta opción será el escaneo secuencial y 

debemos considerarlo como aquella frontera superior o peor caso con el que 

comparar nuestro algoritmo. La mayoría de las técnicas de reducción de la 

dimensionalidad no pueden extenderse para que soporten el problema de la 

búsqueda de subsecuencias coincidentes. 

Por otra parte, el proceso de recuperación de las series más similares a una 

dada, necesita saber el tipo de consulta a realizar. La consulta puede ser ooa 

consulta del vecino :i.r.ás próximo, una consulta por rax,go, todos las consultas de 

pares de vecinos más próximos, etc. Se h~n utilizado índices de búsqueda 

espaciales para poder responder rápidamente a este tipo de preguntas, El problema 

que presentan estos índices de búsqueda espaciales o multidimensiouales es que, 

al trabajar con espacios de gran dimensionalidad, decrece la respuesta de la 

estructura de índices con lo que se ralentiza el cómputo de la distancia. Son, por lo 

tanto, ineficientes en el contexto de las series temporales donde la 

dimensionalidad es alta. 
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En (Faloutsos. 1994) se presenta ei marco de trabajo GEMINI (Generic 

Multimedia Indexing Method) y las características generales que debe cumplir 

cualquier esquema de indexado que siga dicho marco de trabajo. 

Los esquemas de indexado que usen dicho marco de trabajo reqmeren la 

consecución de los siguientes pasos: 

\$ Establecimiento de una métrica para la distancia 

.,¡, Utilización de un mecanismo de reducción de la dimensionalidad de 

manera que se reduzca ia dimensionalidad de n a N con el fin de que 

podamos tratar las secuencias de longitud N con algún mecanismo de 

acceso multidimensional. 

® Producción de una medida de la distancia en el espac10 de 

representación N dimensional y demostrar que 

D(F(S),F(T)) <== D(S,T) , siendo F(S) y F(T) las representaciones 

com~spondientes a las series S y T en el espacio de dimensionalidad 

reducida. 

e Búsqueda de los vecinos más próximos a S en el nuevo espacio de 

representación. 

® Cálculo de las distancias, para los vecinos más próximos, en el espado 

de representación inicial y conservación de fas más cercanas. 

Si F es el mecanismo de reducción de la dimensionalidad, lo deseable es que 

las distancias sean iguales tanto en la representación original como en el espacio 

de las transformadas, es decir, que D(F(S),F(T)) = D(S,T), aunque, a veces, esto 
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no será posible. Si la distancia es distinta en el espacio de transformadas, 

D(F(S},F(T))-:;:. D(S,T), pueden darse los siguientes casos: 

• El cálculo de la distancia en el espacio de transformadas genera 

omisiones incorrectas. Se deben a objetos que no se pueden recuperar 

puesto que en el espacio de las transformadas se encuentran distantes, 

es decir,D(S,T,) << D(F(S),F(T)). Dicnas situaciones son, normalmente, 

inaceptables y para garantizar que no se produzcan, es necesario probar 

que D(F(S),F(T)) < aD(S,T,) para alguna constante a. 

• El cálculo de la distancia en el espacio de transformadas genera 

inclusiones innecesarias: sucede cUl!lfldo el objeto parece estar cerca en 

el espacio transformado pero se encuentra en la realidad distante. Se 

puede expresar como aquellos casos donde D(S,T,) >> D(F(S),F(T)). 

Las inclusiones innecesarias pueden borrarse en un proceso posterior, 

confirmando las distancias en los datos originales. Se toleran si son 

relativamente poco ñ-ecwentes. 

Utilizar dicno muco de trabajo aporta las siguientes ventajas: 

• Las estructmas de :indices trabajan mejor en espacios de 

dimensionalidad pequeña. 

• El cálculo de la distancia se realiza antes. 

• El tamaño de la base de datos se reduce, mejorando su tiempo de 

respuesta a las consultas. 
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Seria deseable asegurar la completitud del proceso de extracción o que el 

índice sea compacto, es decir, que garantice que no se produzcan omisiones 

incorrectas. En el caso de la Transformada Discreta de Fourier, el teorema de 

Parseval garantiza que la distancia entre dos secuencias en el dominio de la 

frecuencia es la misma que la distancia en el dominio del tiempo. En lo que 

respecta a los métodos de indexado multidimensional, los tiempos crecen 

exponencialmente parn grandes dimensiones, quedándose reducidas, 

eventuah'Ilente, al escaneo secuencial. Además, se debe contemplar la posibilidad 

de realizar tnmsformaciones sobre el índice original para sobrellevar consultas de 

longitud variable. 

A la hora de realizar una valoración del algoritmo de indexado, en (Keogh. 

2000a), se recuerda que el tiempo de ejecución puede ser dependiente de la 

implementación seleccionada. En dicho trabajo, se propone como unidad de 

medida "la fracción de la base de datos que ha de ser examinada antes de que 

podamos decir que hemos encontrado la secuencia más coincidente con nuestra 

consulta". 

El cálculo del índice deberá ser posible de calcular en O(n) o O(nlogn) pero 

no O(n2). El algoritmo debe ser rápido a la hora de asociar un objeto nuevo a su 

imagen. Este algoritmo deberla ser del orden 0(1) o O(logn) . 

Dos de las transformadas más utilizadas son la Transformada Discreta de 

Fourier y la Transformada Discreta Haar \Vavelet. Para ambas, ia distancia 

Euclídea en el dominio de! tiempo, entre dos series, es la misma que la distancia 
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Euclídea en el domin10 transformado. Dentro de las transformadas dependientes 

de los datos está la descomposición en componentes principales. 

La referencia (Faloutsos. 1996) corresponde a un breve pero ilustrativo libro de 

las técnicas utilizadas tanto en lo que respecta a las bases de datos como a los 

métodos correspondientes al área de teoría de la señal. 

Reducir la dimensionalidad de los datos temporales es, por lo tanto, 

fundamental para realizar cualquiera de las labores mencionadas, tanto en la 

búsqueda de las series más similares a ooa dada, como en labores de clustering, 

clasificación, y en la búsqueda de reglas de asociación. 

En el siguiente capitulo se explorarán un cierto número de técnicas 

relacionadas con la reducción de fa dimensionalidad en datos temporales entre las 

cuales veremos las siguientes: 

111 SVD o descomposición en componentes prifleipales (Kom et al. 1997). 

• Transformadas discretas de Fourie.r (Agrawal. 1993), {Faloutsos et aL 

1997), (Li et al. 1996), (Rafiei and Mendelzoo. 1998), (R.afiei. 1999). 

e Transformada Discreta Coseno (Le Gall. 1991) 

~ Transformadas Discretas Wavelets (King-pong Chan. 1999), (Kahveci 

and Singh. 2001), (Popivanov and Miller. 2002), (Shahabi et al. 2000), 

(\Vang and Wang. 2000), (Wu et al. 2000), (Pei et al. 2001). 

~ FastMap (Faloutsos and Lin. 1995) y sus varia..11tes. 

® Transformada "linear predictive coding cepstmm". 

'" Aproximación lineal a tramos. 
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• Índice PCA o aproximación constante a tramos. 

• Índice P AA o aproximación agregada a tramos. 

• Índice APCA o aproximación constante adaptativa a tramos. 

• Aproximaciones simbólicas. 

La comparativa entre distintas técnicas de reducción de la dimensionalidad 

puede realizarse estudiando: 

• Errores en la reconstrucción de las series temporales. 

• El tiempo necesario para construir el índice multidimensional para 

distintas bases de datos y longitud de consulta distintas. 

• La eficiencia del indexado, observado como el tiempo que le lleva 

encontrar la mejor respuesta a nuestra consulta. La mejor manera de 

medirlo puede ser medir el número de veces que tenemos que recuperar 

un ítem de disco. 

• Características observadas, tales como el hecho de que X permita 

consultas sopesadas, consultas de longitud variable, que sea fácil de 

implementar, etc. 

• Exactitud en la clasificación. 

• Calidad de los clusters encontrados mediante algoritmos de 

clasificación no supervisada. 
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La reducción de la dimensionalidad de los datos pwede producir una pérdida de 

información. Dicha pérdida se mide, en el caso de ia búsqueda de similitudes, 

mediante dos medidas que a continuación se detallan. 

Si denotamos con Ad un conjunto de puntos d-dimensionales y denotamos 

cmno Ak el conjunto de puntos en el espacio k-dimensional, donde k :S d . Si 

R(q, Ad) denota el conjunto de puntos que satisfacen una consulta en el espacio d 

dimensional y si .!~(q,Ak) denota el resultado de la consulta en el espacio de k 

dimensiones, podemos definir dos medidas de la exactitud en la consulta de la 

siguiente manera: 

(2) 

(3) 

Cuando la consulta devuelve los m vecinos, es decir, jR(q,Ad~ = m y 

IR( q, Ak ~ = m , ias dos medidas anteriores son las mismas. 

A continu4!ción se presentan distintos métodos de indexado de bases de datos, 

empezando por los métodos de indexado de claves primarias, claves secundarias, 

métodos de acceso a puntos y métodos de acceso espaciales. 

Según el modelo relacional, la información se organiza en tablas donde fas filas 

de la tabla corresponden a registros. Si quisiéramos almacenar los datos de los 

dientes podriamos crear una tabla utilizando el siguiente comando SQL : 
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CREATETABLEEMPLEADO( 

Cod-emp# entero, 

Nombre carácter(50), 

Edad carácter (80), 

salario entero, 

antigüedad fecha) 

El acceso a claves primarias (únicas) supone contestar a preguntas del tipo 

"enconirar el cliente con cod-emp=22" donde se asume que cod-emp no va a tener 

duplicados. Entre los mecanismos disponibles para el acceso a claves primarias en 

almacenamiemo secundario podemos tener el has.hing y los árboles B. 

El acceso a claves secundarias, supone contestar eficientemente a consultas 

sobre cualquiera o incluso sobre todos los atributos disponibles. A continuación se 

muesU"a una posible clasificación de dichas consultas. 

Consultas de coincidencia total: cuando la consulta especifica todos los valores 

deseados de los atributos. Por ejemplo, "encODU'M los empleados cuyo nombre sea 

García, la edad sea 40 y el salario sea 3.000 €" 

Consulta de coincidencia parcial: cuando se especifican sólo algunos de los 

atributos. Por ejemplo, "encontrar los empleados cuyo nombre sea García y el 

salario sea 3.000 € ". 
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Co:mm!tas de rango: donde se especifica el rango para alguno o todos los 

atributos. Por ejemplo, "encontrar los empleados cuyo salario sea mayor o igual 

que 3.000 € y menor que 5.000 €". 

Consultas booleanas: serán aquellas consultas del tipo "encontrar los 

empleados cuyo nombre no sea Juan y el salario sea mayor o igual que 4.000 €". 

Consulta del vecino más cercano o la mejor coincidencia: donde el usua1io 

especifica algunos de los valores de los atributos y pregunta por la meJor 

coincidencia de acuerdo a una función di&tancia predefinida. 

Algunos de los métodos usados en este apartado serán los ficheros invertidos y 

los llamados métodos de acceso a puntos (PAMS). Estos últimos métodos pueden 

ser también utilizados para acceder a objetos espaciales tales como rectángulos, 

polígonos, etc. Los árboles k-d serán métodos de acceso PAM y son, 

estructma!mente, árboles binarios donde cada nodo contiene un registro de datos, 

oo apuntador izquierdo y un apuntador derecho. Divide el espacio de direcciones 

en regiones disjuntas mediante cortes, según dimensiones/atributos alternativos. 

En cada nivel del árbol, se utiliza w atributo distinto como discriminante, 

BOm1.almente con alternancia round-robiB. 

Los métodos de acceso espaciales están diseñados para soportar puntos, líneas, 

rectángulos y otras estructuras geométricas entendiendo que k atributos numéricos 

pueden ser entendidos como puntos en un espacio de dimensión k 
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Disponiendo de un conjunto de objetos espaciales, las siguientes consultas 

pueden resultar de interés: 

Las consultas de rango son, ahora, una generalización de las consultas de rango 

mencionadas anteriormente. Responden a preguntas del tipo 'encontrar todas las 

ciudades que estén a menos de 50 Km. de Bilbao' de manera que, se suministra 

una región y se consulta por todos los objetos que intersecan dicha región. Dada 

una secuencia, encontrará todas las secuencias similares a la dada dentro de una 

distancia E. El parámetro E , es un parámetro que controla cuándo dos secuencias 

pueden ser consideradas similares. Dicho valor podría determinarlo el usuario o 

podría tleterminarse automáticamente (100/4 de energía de la secuencia de 

consulta, por ejemplo). 

Las consultas de punto son un caso especial de las consultas de rango donde la 

región queda reducida a un solo punto. Una consulta de rango podría devolver los 

objetos espaciales completamente contenidos en la región de consulta o podría 

devolver los objetos espaciales que contienen COIDf)letamente la región de 

consulta. 

Las consultas del vecino más cercano serán una generalización de las consultas 

del vecino más cercano para claves secundarias. :Responden a preguntas del tipo 

"encontrar las 5 oficinas de correo más cercanas a nuestra empresa". En dichas 

consultas el usuario especifica un punto o una región y el sistema debe devolver 

los k objetos más cercanos utilizando para devolver dicha respuesta la distancia 

Euclídea o alguna otra función distancia. 

39 



Consultas espaciales o recubrimientos, que corresponderán a consultas del tipo: 

"encontrar todas las ciudades que estén dentro de un radio de 30 Km, de un 

parque natural", Dadas n secuencias, se trata de determinar todos los pares de 

secuencias que estén dentro de una distancia e una de otra. 

Los métodos que utilizan est.n1ctm:as semejantes a árboles constítuyen un gran 

grupo dentro de los métodos de acceso espaciales y se pueden entender como una 

extensión de los árboles-B para objetos multidimensionales, 

Los árboles-R fueron propuestos en (Guttman, A. 1984 ). Es UI1a estmctura de 

datos arbórea basada en rectángulos de área mínima definidos por dos puntos y 

con sus carns paralelas a !os ejes de coordenadas (MBR, Minimun Bounding 

Rectangies), balanceados en altura y almacenadas en disco. Dichos MBR se 

agrupan recursivamente en otros MBR' s y estos se organizan en un árbol 

multidimensionaL 

Los nodos que no corresponden a hojas son de la forma (apuntador, R) donde 

apuntador es un ~untador a un nodo hijo, y R es el MBll que cubre todos los 

rectingulos en el nodo hijo. Los nodcs hoja contienen entr~s del tipo 

(identificador objeto, R) donde el primero de los elementos del nodo contiene un 

apuntador a fa descripción del objeto, y R es el MBR del propio objeto. En los 

árboles-R los nodos padre se pueden solapar, con lo que se garantiza un buen uso 

del espacio y permanece como árbol balanceado. Puede indexar tanto puntos 

como rectángulos. 

En (Beckmann, Norbert 1990) se introdujo la idea de retrasar la división parn la 

mejora de la utilización, de manera que, cuando se produce un desbordamiento en 
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un nodo, algunos de sus hijos se seleccionan cuidadosamente para ser borrados y 

posteriormente reinsertados para obtener, en la mayoría de los casos, un árbol-R 

mejor estructurado. 

Los árboles-Vp y los árboles piramidales fueron estudiados en (Berchtold et 

al. 1998), (Bozkaya and Ozsoyoglu. 1997), (Bozkaya et al. 1997). Mediante esta 

aproximación se divide el conjunto de datos en lugar de particionar el espacio. En 

los árboles-Vp se particionan los puntos, a cada nivel, basándose en la distancia al 

centro. El escaneo secuencial recorre la base de datos una vez, calculando las 

distancias. Se puede optimizar suministrando cotas inferiores de la distancia. Es 

un método competitivo si la dimensionalidad es alta. 

Para dimensionalidades menores que l O las técnicas de particionado del 

espacio funcionan bien. Para grandes dimensionalidades el escaneo secuencial 

será probablemente la mejor técnica. Si nos encontramos en una situación 

intermedia el particionado de la base de datos ÑDciona bien. 

En (Salzberg and Tsotras. 1999) disponemos de una amplia comparativa de los 

distintos métodos de indexado. 

En lo que respecta al problema de la búsqueda de subsecuencias coincidentes 

se han utilizado, entre otros métodos, los siguientes: ST-filter en (Bozkaya et al. 

1997) y STB-indexing que usa la representación STB(shape to bit-vector). 

Permite un acceso rápido para búsqueda de similitudes en series temporales 

largas. El índice se forma creando cubos que contengan subsecuencias de la serie 

temporal de aproximadamente la misma forma. Para cada cubo podemos 

encontrar un límite inferior para la distancia entre la consulta y el elemento más 
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parecido del cubo. Esto permite la búsqueda en los cubos en orden 'primero el 

mejor' y realizar una poda de algunos cubos sin necesidad de explorar su 

contenido. Una optimización posterior impide que el contenido de cada cubo 

tensa que compararse íntegramente co:n la consulta. 

Para construir el índice se hace uso de una ventana deslizante de tamaño fijo 

que se mueve a través de la secuencia de datos. La ventana contiene una malla que 

la divide en contenedores de un mismo tamaño. La sección ee la serie temporal 

que cae dentro del mismo contenedor se discretiza en dos posibles clases 'up' y 

'no-up'(l y O). Los patrones obtenidos leyendo la secuencia de izquierda a derecha 

y codificándola en l's y o•s es lo que decide en que cubo (hin) se dejará el 

apuntador a clicha serie. Después de que todas las secuencias ltayan sido copiadas 

a sus respectivos cubos, comparamos catla secuencia en un cubo con todas las 

demás secuencias en el mismo cubo y pardamos los resultados en 1ma matriz de 

distancias. 

Despllés de que el proceso termme, se éispooe de wa serie de cubos indexados 

por una secuencia de bits únicos. Cada cuho contiene una o más subsecuencias de 

los datos originales, junto con la matriz de distancias entre rodo par de 

subsecuencias dentro del cuho. La matriz de distancias permite la poda en el 

espacio de búsqueda usando para ello la desigualdad triangular. El algoritmo hace 

uso de la siguiente estrategia para a.giltzar las comparaciones: si guardamos la 

mejor distancia hasta el momento podemos eliminar de la selección aquellos 

cubos que nunca podrían contener un candidato mejor que el obtenido hasta el 

momento. 
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Será posible podar un cubo sin necesidad de acceder a la página en disco 

donde residen los datos representados en el cubo. La ventaja es que la medida de 

la distancia puede ser calculada k/K veces más rápido de lo que podía calcularse 

en la serie original. El inconvenientes es que se ha de decidir de antemano el 

tamaiio de la consulta, aunque podrían tratarse consultas de mayor o menor 

longitud. Para ello serían necesarios procesos adicionales. Se ha de decidir el 

tamaño de la malla, y el tamaño de las b ( subdivisiones del mismo tamaño de la 

malla). 

Podríamos también optar por construir indices de distinta longitud. ltespecto a 

consultas de longitud superior a la malla, se puede entender que el contenido del 

indice será un prefijo de la secuencia lmscada. Sería necesario chequear 

posteriormente si dentro de los recuperados se encuentra aquel que resuke la 

mejor secuencia coincidente con la de la consulta. Si no fuese el caso, se seguiría 

ampliando la región del espacio de estados hasta que así fuese. 

Muchos de los mecanismos que se presentan en el siguiente capítulo, en el 

apartado de representación en el espacio de transformadas, serán esquemas que 

garantizan que no se produzcan omisiones incorrectas. Son los denominados 

esquemas aceptables. 

Distancia entre series temporales 

La implementación del algoritmo más sencillo de clasificación supervisada o 

no supervisada de series temporales, sería aquel que seleccionase una función 

distancia, por ejemplo la Euclídea, y la aplicase directamente sobre los datos. El 
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problema es que la distancia Euclídea ha resultado ser sensibie a muchas de ias 

perturbaciones que pueden sufrir las series temporales. 

Dadas dos series temporales X e Y: 

Denotaremos la distancia entre dichas series de la siguiente manera D(X,}) . Se 

calculará la similitud-disimilitud entre las dos series según (4) 

La ventaja que plantea es que es fácil de calcular y permite soluciones 

escalables para otros problemas como el indexado, dustering, etc. La desventaja 

es que no es capaz de dar una buena medida de la similitud entre series cuando 

éstas tengan diferencias de escala, por ejempio cuando el stock X fluctúa entre 20 

y 40 euros y el stock Y entre 180 y 190 euros. 

En dichas situaciones, podemos normalizar la secuencia, de manera que, si 

tenemos que ,u x es l~- media y ax es la varianza de X obtendremos fili.~ :mrevii 

secuencia ( 5) 

(5) X';= (X; -Px) 
(Y X 

De esta manera, podemos tratar dicha secuencia en lugar de tratar la original. A 

pesar de ello, la medida de la similitud obtenida sigue siendo demasiado rígida 

puesto que no es capaz de tratar series con ruido o series con fluctuaciones a corto 
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plazo. Tampoco permite cambios de fase ni aceleraciones-desaceleraciones sobre 

el eje del tiempo. Hay una gran variedad de aplicaciones donde es importante 

poder formular preguntas en términos de similitudes de objetos en lugar de 

hacerlo en términos de igualdad o desigualdad. Además, la noción de similitud 

puede cambiar dependiendo del dominio de aplicación. A continuación, vamos a 

enumerar las propiedades deseables de cualquier medida de la distancia: 

• Simetría: D(A,B)=D(B,A) 

• Auto similitud c~: D(A,A) = O 

• Positiva:D(A,B)=O<=> A= B 

• Desigualdad triangwar: D(A,B) ~ D(A,C) + D(B,C) 

Defmida dicha medida de la similitud, podríamos responder preguntas del tipo: 

¿Son semejantes }os dos movimientos de stock. observados?. La respuesta a dicha 

pregunta podría ser añnmtiva sin que las series tengan que ser idénticas. A 

diferencia de las consultas que realizamos en las bases de datos donde se buscan 

los datos que coincidan exactamente con una consulta, una búsqueda de simt)imd 

busca secuencias de datos que difieran sólo ligeramente de una consulta dada. En 

relación con algunos de los métodos de indexado mencionados anteriormeme, se 

han explorado también distancias basadas en rectángulos de área mínima (Pemg et 

al. 2000). 

Otras aproximaciones, tal como la empleada en (Srik:ant and Agrawal. 1996), 

concibe la similitud entre dos series temporales de la siguiente manera: se divide 

la serie temporal en segmentos cortos, denominados envolturas. Se definen, a 
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continuación, dos envolturas como similares siempre que las diferencias punto a 

punto esté dentro de un cierto umbral. Se definía la similitud entre dos series 

temporales como el máximo número de envolturas consecutivas similares. 

Antes de pasar a definir una medida de la similitud, hemos de considerar que 

las series temporales pueden estar sujetas a ciertas deformaciones que es preciso 

tener en cuenta. El preproceso de las series o la defmición de la propia medida de 

la similitud dan la posibilidad de que series que reflejen estas deformaciones 

puedan ser consideradas si,milares, 

Ciertos modelos de similitud utilizados (Chu and Wong. 1999) se han 

extendido en múltiples direcciones, considerando el escalado ~l o la 

distorsión en el eje temporal, puesto que muchas aplicaciones reales no requieren 

que las suhsecuencias coincic.tentes estén perfectamente alineadas a lo largo del eje 

temporal. Es decir, ~ permitir que pares de subsecuencies sean 

consideradas coinciates si son de la misma forma, aunque difieran por la 

presencia de saltos 4eatro de una secuencia, o por diferencias en amplitud o en 

desplazamiento. En UB modelo de similitud mejorado los usuarios o los expertos 

pueden modificar parámetros como el tamaño de la ventana deslízate, la achura 

de una envoltura para la similitud, el máximo salto, el porcentaje de coincidencia, 

etc. 

Hemos introducido el concepto de similitud. Describiremos, a continuación, 

situaciones en las cuales deberíamos llegar a la conclusión de que X y X' siguen 

siendo razonablemente similares: la translación, el escalado en amplitud , el 

crecimiento lineal, el escalado longitudinal y el ruido. 
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• Translación: será el caso en el que, por ejemplo, podamos encontramos 

ante dos fluctuaciones de stocks semejantes pero separados por una 

cantidad constante. La figura 2.5 es un ejemplo de dicha situación. 

Traslación 

Figura 2. 5. Las series Serie! y Serie2 presentan traslación 

En este caso, si tenemos que µ x es la media, obtendremos una nueva 

serie X' según la fórmula dada en(6): 

Traslación 

Figura 2. 6. Las series Serie! y Serie2 de la figura 2.5 transfonnadas de manera que ambas tengan media 

o. 
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• El escalado en amplitud: 

ª Seriel 
Serie2 

2 

2 

,. 
~ 

Figura 2. 7. Las series Serie] y Serie2 presentan escalado en amplitud 

Es posible eliminarlo normalizando la serie de manera que, si tenemos 

que µ x es la media y ax es la varianza de X , obtendremos una 

nueva secuencia (7) 

Seriel 
Serie2 

Figura 2. 8. Las series Serie 1 y Serie2 de la figura 2. 7 normalizadas 
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• Crecimiento lineal: este caso se presenta cuando, por ejemplo, 

disponemos de dos series que miden el nivel de venta de helados en dos 

poblaciones, sólo que una población se mantiene constante y la otra 

crece linealmente. Es posible borrar este tipo de tendencias eliminando 

de la serie la tendencia lineal observada . 

- Serie! 
-- Serie2 

Figura 2. 9. Serie! y Serie2 presentan escalado longitudinal 

Figura 2. 10. La serie Serie2 de la figura 2.9, su tendencia lineal observada y la serie libre de tendencia. 
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--
Figura 2. 11 . La serie Serie] , su tendencia lineal observada y la serie libre de tendencia. 

Figura 2. 12. Las series Serie] y Serie2, libres de tendencia. 

Original y sin tendencia 

10 20 30 .. ,o 60 

Figura 2. 13. Una serie y la misma serie sin tendencia mostradas en el mismo gráfico. 
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• Escalado longitudinal o distorsión en el eje temporal: sólo diferirán en 

el intervalo de tiempo empleado por cada una de ellas. Es posible 

tratarlo pero resulta más dificil que el escalado en amplitud. No se trata 

la serie previamente, dejando que sea la medida de la distancia utilizada 

la que considere la posibilidad de que una serie pueda encogerse o 

dilatarse con respecto al eje temporal sin que esto repercuta de una 

manera drástica en la similitud considera entre ambas. 

2.0 

1.8 

1.6 

1.4 

1.2 

1.0 
2 3 4 

Figura 2. 14. Las dos series mostradas presentan escalado longitudinal 

• Ruido: las series temporales pueden sufrir ruido que puede dificultar la 

comparación de series entre sí, para lo cual es preciso utilizar técnicas 

de suavizado que lo eliminen. Generalmente, el ruido se trata 

calculando la media de cada punto con sus vecinos. 
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N 

o 

Original 
Suavizado=0.9 
Suavizado=1 .4 

~---... --------... ------------------.i o 10 20 30 40 so 60 

Figura 2. 15. Una serie y dos suavizados posibles de la misma. 
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La descomposkión espectral: La Transformada Discreta de Fourier 

La primera de las técnicas usadas para la reducción de la dimensionalidad de 

las series temporales fue la Transformada Discreta de Fourier. La idea básica de la 

descomposición espectral es que cualquier señal, no importa lo compleja que sea, 

puede ser representada por la superposición de un número finito de ondas senos 

y/o cosenos. Cada onda es representada por un númem complejo único conocido 

como el coeficiente de Fourier. Una serie temporal representada de esta manera se 

dice que está en el dominio de la frecuencia. La ventaja de representar la serie 

temporal en el dominio de la frecuencia es la compresión. Una señal de longitud n 

puede descomponerse en n ondas senos y cosenos que pueden recombinarse en la 

señal original. Pero el hechc cierto es que, muchos de los coeficientes de F ourier 
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tienen amplitudes pequeñas y contribuyen poco a la hora de reconstruir la señal. 

Estos coeficientes de baja amplitud pueden ser descartados sin demasiada pérdida 

de información produciendo, por lo tanto, compresión. 

Para \ffla serie s = (s0 , .... ,sn_1)su DFT (Discrete Fourier Transform) será una 

secuencia S de n números complejos S 

1

, f = O, ... , n -1 dada de la siguiente 

manera(8): 

En la figura 3.1 se muestra una gráftca de la siguiente señal (9): 

2,r4i 2,rli 
(9) X; :;;:: 6sen(-- + 0.5) + 3sen(--) i :;;: 0, .... ,31 

n n 

10 15 20 25 30 

kHlex 

Figura 3. l. Suma de funciones sinusoidales de frecuencias 4 y 8 
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El resultado de obtener el gráfico de ¡s 1 1 respecto a / es el espectro de 

amplitudes. En la figura 3.2 se muestra el espectro de las amplitudes 

correspondientes a la serie mostrada en la figura 3.1, siendo la señal 

correspondiente la dada en la ecuación (9). Para aproximar la serie temporal nos 

quedamos con los primeros k coeficientes o bien con los más grandes. 

15 

10 

O 1 2 3 -4 5 6 7 8 9 10 11 12 13 1-4 15 
X 

Figura 3. 2. Espectro de amplitudes para la serie mostrada en la figura anterior. 

2 

o 

-1 

o 10 20 30 40 50 60 

Figura 3. 3. Una serie temporal de longitud 64 y la serie obtenida usando para la reconstrucción los 

primeros 12 coeficientes de Fourier. 
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La observación clave es que la distancia Euclídea en el dominio del tiempo es 

preservada en el dominio de la frecuencia, tal y como se demuestra mediante el 

teomu de Parseval (1 O). 

oo) ¿s/ = l:s/ 
i=O,l, .. ,n-1 i=O, ... ,n-1 

Y además DFT es una transformada lineal con lo cual: 

i=O,l, .. ,n-1 i=O,l, .. ,n-1 

La Transfonnada Discreta de Fourier concemra la energía de la serie en los 

primeros coeficientes. Si borramos el resto de los coeficientes podemos realizar el 

cákwlo de la cota inferior de la distancia enve series. Dicha estimación de la 

tlistancia entre dos señales está ganmtizada que será lffl3 cota inferior de la 

distancia, puesto que estaremos descartando file dicho cálculo algunos términos 

positivos (12). 

(12) ¿(s{i)-T{i)2 > L(S¡ -T¡)2 

i=O, ... ,n-1 i=O, .. ,k-1 

En (Shatkay, Hagit 1995 ) disponemos de wa breve y buena introducción a 

esta transformada. 

La aproximación presentada en (Agrawal, ltakesh 1993) a la hora de generar 

el índice, el F-index, usa la Transformada Discreta de Fourier para dar solución al 

problema de la reducción de la dimensionalidad. La DFT será una transformada 

ortonormal que pasa la secuencia del dominio del tiempo al dominio de la 

frecuencia. Se considera útil al comprobar que es posible observar que una gran 
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cantidad de secuencias presenta grandes amplitudes para las primeras frecuencias. 

Se asume que las amplitudes grandes representan datos y las amplitudes pequeñas 

representan ruido. Usando las k primeras frecuencias, podemos esquivar el 

problema de la dimensionalidad y realizar el cálculo de una cota inferior de la 

distancia actual, aunque sea a costa de inclusiones innecesarias o falsos positivos. 

Estos falsos positivos se podrán bon.- en un proceso posterior. El F-index será 

más favorable que el escaneo secuencial segmi se vaya incrementando el volumen 

de la base de datos. El problema que presenta es que se pierde la representación 

temporal y el índice se vuelve poco intuitivo. El orden del algoritmo de 

transformación para el F-index será O(lnlop). 

La generación del índice implica seleccionar el número de coeficientes a 

retener (frecuencia de corte) y la evaluación de cómo crece el tiempo empleado 

por el algoritmo en función del número de secuencias en la base de datos y la 

manera en la que la longitud de la secuencia afecta al comportamiento del 

algoritmo. Se dderminó, en este primer vabajo, que un valor de la frecuencia de 

corte a = 2 sería suficiente p.-a poder iru:lex.- los resultados en un árbol ll * de 4 

dimensiones. 

La transformada DFT ha sido criticada por ser considerada un método indirecto 

cuando, desde el punto de vista del descubrimiento del conocimiento, se tTataría 

de encontrar una representación más directa que sea capaz de capw mejor la 

forma de la secuencia. 
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SVD: La transformada Loeve-Karhunen 

Es una transformada global (Korn et al. 1997) donde se examina toda la base 

de datos como una matriz y luego se rotan los ejes de manera que el primero de 

los ejes tenga la máxima varianza posible, el segundo de los ejes tenga la máxima 

varianza posible siendo ortogonal al primer eje, el tercer eje tenga la máxima 

varianza posible siendo ortogonal a las dos anteriores, y así sucesivamente. La 

idea básica es la de representar el tiempo como una combinación lineal de ondas 

principales pero reteniendo sólo los N primeros coeficientes. 

-Para lma matriz cuadrada S de orden n x n , el vector unidad x y el escalar ,:{, 

que satisfacen la siguiente expresión (B), soB los Uamados vectores principales y 

correspondientes valores propios de la matriz S. 

- -(B) Sx x=bx 

Los vectores principales de una matriz simétrica son mutuamente ortogonales y 

sus autovaiores son reales. 

Se puede entender una matriz S como una transfonnación afin y = S-":x que 

conlleva una rotación y/o escalado. Los vectores principales serian ios vectores 

unidad a lo largo de las direcciones que no son rotadas por S y sus 

correspondientes autovalores muestran el escalado. La formulación matemática de 

dicha transformada es la siguiente: 

Siendo A la matriz A/ x n de M series temporales de longitud n, la SVD de A 

es la dada en (14): 
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(14) A= UxLxVT 

U es una matriz cuyas columnas son ortogonales entre sí y de orden 

M x r, siendo r el rango de la matriz A. V será una matriz de orden n x r cuyas 

columnas serán ortogonales. L será una matriz diagonal que contiene los valores 

principales o autovalores de Ar A. 

El método consiste en usar la SVD de la matriz A expresada según (15), 

truncando la expresión de manera que se retengan los k primeros términos 

(k ~ r ~ M) tal como se muestra en ( 16): 

r 

(15) A= LA;U;V/ 
i=l 

.t 

(16) A= LA¡U¡V/ 
i=l 

En (Leach..) disponemos de una buena introducción a dich.a transformada. La 

SVD será la transformación que mmimice el error de reconstrucción pero el 

problema que plantea es que se trata de un algoritmo que necesita un tiempo de 

orden O(Mn2) y orden O(Mn) en espacio. 

Además, una inserción en la base de datos implica la reconstrucción de todo el 

índice. En (Kanth., K.. Y. Ravi et al. 1998) se usa SVD como mecanismo de 

reducción de la dimensionalidad en bases de datos dinámicas. El mecanismo 

presentado propone el recalculo de la transformada SVD de la matriz de datos 

sólo cuando la distribución de los datos cambie sensiblemente. Para recalcular la 

59 



transformada se propone el uso de agregados existentes en el propio índice en 

lugar de usar los datos completos. 

Los coeficientes. retenidos serán conocidos como los k componentes 

principales. 

[,1] t ,21 [,3] [, 4] [, 5] 

(1,] 1 t 1 o o 
(2, l 2 2 2 o o 
(3, J 1 t 1 o o 
(4,] 5 5 5 o o 
(5, J o o o 2 2 

(ti, J o o o 3 3 

('7,] o o o 1 1 

Figura 3. 4. Matriz de datos A 

9.64 5.29 0.00 0.00 º·ºº 

V 

[ ,1} [ ,2) (,3) (,4] ( ,S] 

(1,) -0.58 0.00 0.00 -0.82 0.00 

(2, J -0.58 0.00 -o. 71 0.41 0.00 

13,J -0.58 0.00 0.71 0.41 0.00 

l4, J 0.00 -0.71 0.00 0.00 -0.71 

[S,) 0.00 -0.71 0.00 0.00 0.71 
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u 

[, l] [ '2] [,3] [,~] [,5] 

[l,] -0.18 0.00 o.os 0.98 0.02 

[2'] -0.36 0.00 O. 92 -0.14 0.01 

[:il f] -0.18 0.00 -0.09 --0. 07 0.52 i 
1 __. 

[-t, l -0.90 0.00 -0.37 -0.13 -0.11 
1 

[S,] 0.00 -0.53 0.00 0.00 0.71 l 

[ \\i'] 0.00 -0.80 0.00 0.00 -0.43 

[7'] 0.00 -0.27 0.00 0.00 -0.14 

Figura 3. 5. Des,;omposición de la matriz de datos A, dada en la figura 3.4, usando SVD. 

La fórmula correspondiente a la 

en (17): 

l n-i ef(i + 0.5) 
(l7)XÍ = rLX;cos--- /=0, .. ,.,n-1 

-vn i=O n 

Siendo transformada inversa la mostrada en (18) 
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Para muchas señales reales, los valores sucesivos están condados. En estas 

condiciones DCT, la Transformada Discreta Coseno, logra meJores 

concentraciones de energfa que la Transformada Discreta de Fourier, 

Transformada Wavelet 

Las wavelets u ondículas soo funciones matemáticas que representan datos u 

otras funciones en términos de smrms y diferencias de una función prototipo 

llamada la onda madre. En este sentido, es similar a la Transformada Disc1eta de 

Fourier, pero difiere en arilpectos importantes. La Transformada de Fou..'ier está 

basada en la observación de que cualquier señal puede representarse como 

superposición de ondas seno y coseno. Las wavelet u ondículas se pueden 

entender como una generalización de dicha idea a un conjunto de funciones más 

amplio que el seno y el coseno. Otra de fas grandes diferencias es que las 

ondiculas están localizadas en el tiempo. Decir lo anterior es lo mismo que decir 

que algunos de los coeficientes representan subsecciones pequeñas y localizadas 

de los datos que están siendo estudiados a diferencia de los coeficientes de la 

transformada de Fourier donde representan contribuciones globales a los datos. 

Dicha propiedad es muy útil para el análisis multiresolución. El análisis 

multiresolución representa una función usando para ello un número finito de 

aproximaciones sucesivas. Se pueden utilizar Wavelets para aproximar una serie 

temporal reteniendo sólo los pri_meros k coeficientes y aproximando el resto con O. 

Si estos coeficientes son los primeros k equivaldría a aplicar un filtro paso bajo. 

En finanzas o en economía, las ondículas han sido ampliamente utilizadas 
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(Gen~ay et al. 2002), (Goffe. 1994). También como herramientas en la minería de 

datos (Huang and Yu. 1999), (Han et al. 2003), (Stollnitz et al. 1995), (Struzik 

and Sibes. 1999), (Vlachos et al. 2003). 

o 10 20 30 40 50 60 

Figura 3. 6. Serie de longitud 64 reconstruida con los primeros 12 coeficientes de la Transformada Haar 

Wavelet. 

Los primeros coeficientes contienen una aproximación general, burda, de los 

datos. Según vamos añadiendo coeficientes podemos tener la sensación de estar 

haciendo zoom sobre los datos a áreas de más detalle. El análisis multiresolución 

es el marco general para la construcción de bases ortonormales. 

Por definición, un análisis multiresolución ortonormal de L2 se genera 

mediante una función escalado y es una secuencia de subespacios encajados de 

manera que satisfaga lo siguiente: 

.. .V - 2 e V - 1 e VO e Vi e V2 e ... 
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• Vi e L2(R),i e Z 

• uieZ V¡ == L2(R) 

• (\ez V¡ == {o} 

• f(.) e V0 ~ f(2i.) e V¡ que es la condición multiresolución y que 

detennina que V¡ corresponda a una resolución más fma en el 

momemo en el 'tite i se incremente. 

• f() e V¡ ~ f (. - j) e V¡ lo cual determina que traslaciones enteras de 

cualquier fmtcilm en el espacio deben permanecer en el espacio. 

• las translaciones ;;,ix) = 2;12 ;(._2ix- j) forman una hase ortonormal 

para V¡. 

• para todo je Z , denotamos como Wj el complemento ortogonal del 

espacio Yj en Yj + 1 

para j -:1:- j' y denotando de la siguiente manera W¡ .i Wj que los 

espacios W¡ y Wj son ortogonales, de manera que, cada vector en W¡ 

es ortogonal a cada vector en Wj tendremos, por lo tanto, que 

wj .1 wj,Y 17¡ .1 wj 
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Si extendemos la anterior definición con la propiedad de que cada W¡ es 

generado por t.ranslaciones V';,J de la función i¡, mostrado en (19), estaremos 

hablando de Wavelets. 

Esta última propiedad asegura que W1 y las correspondientes ~"1,1(x) 

satisfagan: 

@ W¡ es multiresolución: JO e W0 <=;> f (2i.) e W¡ 

@ vi E w; es invariante a translaciones: f() E Jt'¡ ,:;=,, f(. - j) E W¡ 

~ para i -::f::. k , W¡ y Wk son ortonormales : 

111 todas fas funciones L2 se representan como una única suma: 

L2=EBWi 

Si esta propiedad se cumple, obtendremos una base ortonormal. La base estará 

compuesta por las traslaciones y escalados de la función wavelet 'V/ , de manera 

que, los coeficientes Wavelet de una :fu...'1ción/ se defin.en como los coeficientes de 

f con respecto a dicha base: 

Esta condición puede relajarse. De hecho, la mayoría de las wavelets usadas en 

la práctica no son ortonormales. La condición necesaria y suficiente para una 

reconstrucción estable es que la energfa de los coeficientes Wavelet esté entre dos 

fronteras positivas (20). 
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La condición expresada anteriormente garantiza ooa reconstrucción estable. 

Garantiza que cada función tenga una única representación en términos de 

coeficientes Wavelet. Cwmdo A = B estaremos ante una base ortononnal. 

La función Haar es el ejemplo más simple de transformada wavelet. Forma 

parte de la familia Daubechies. La función de escalado para la wavelet Haar es la 

función caja dada en (21) y su gráfica la mostrada en la figura 3. 7 . 

(21); = {1, si O< t < 1 y O en caso contrario} 

Figura 3. 7. Función de escalado para Haar Wavelet 
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La función madre ,¡, , cuyas traslaciones y dilataciones diádicas son la base 

para los subespacios contenidos W¡ del análisis multiresolución, es ,en el caso del 

wavelet Haar, la mostrada en (22) y su gráfica se puede observar en la figura 3.8. 

(22) ,¡, == {1 si O< t < 0,5, -1 si 0,5 < t < 1 y O en caso contrario} 

"' c:i 

o 

"; '-r---~--~--~--~-~-' 

o.o 0.2 0.4 0.6 0.8 1.0 

Figura 3. 8. Función madre para Haar Wavelet 

Todos los wavelets se agrupa11 por familias y cada familia lleva el nombre de 

su creador. Los elementos de Uffll familia se distmpen tmOS de otros por la 

longitud de los tlltros, por e,jemt,lo Coitlet 4 hace referencia a un wavelet de la 

familia Coiflet con los dos filtros de longitud 4. 

En la figura 3.9 y en la figura 3.10, respectiva.mente, se muestran la función 

madre y función escalado para wavelets de la familia Daubechies con longitud de 

filtro 10. 
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e, 

z. ó 

U') 

9 

~ 
-4 -2 o 2 

X 

Figura 3. 9. Función madre para Dauheclties 10 

1.0 

0.8 

0.6 

0.4 

phi 
0.2 

o.o 

-0.2 

-0.4 

o 5 10 15 

X 

Figura 3. 10. Función escalado para Daubechies 10 
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o 100 200 300 400 500 

Figura 3. ll. Serie original y reconstruida con daubechieslO usando 16 coeficientes 

Si considerásemos el siguiente vector de cuatro dimensiones y = {2,5,2, 7) ,su 

representación, usando wavelets, vendría dado por y= Wc donde W contiene los 

vectores de base Haar, W = (;00y, 00yr10y,11 ] de manera que el vector y se puede 

representar según (23) 

2 l 1 Ji o Co 

5 1 1 -Ji o Coo 
(23) = Ji 2 l -1 o C10 

7 1 -1 o -Ji C¡¡ 

La inversa de esta matriz de vectores ortogonales es igual a su transpuesta 

dividida por 4. (En general la inversa de una matriz de vectores ortogonales A con 

2 

dimensión n es aA.1 con a = IAr; ). La solución para los coeficientes wavelet viene 

entonces dada por la expresión (24): 
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4 \ 

/ 
l 1 1 1 \ ~' 1 

e() ¡2 

Coo l 1 1 -1 -1 15 
2 

(24) -- - 3 
Cw 22 ✓2 --✓2 o O 1 2 

Cll o o ✓2 -✓2) 7 5 

,,2,Ji 

La transformada wavelet tiene la ventaja de que descompone los datos en 

diferentes escalas o diferentes niveles de refinado. El vector del ejemplo consiste 

en tres escalas c
0

, c
00 

y c
1 

= c
10

c
11

. Si hiciésemos el último nivel igual a cero c;=O, 

,., - o o 
Y multiplicándolo por W, obtendremos que el vector de entrada es (-!_ ::_~_¡7 , es 

2222 

decir, se hace la media de los primeros dos eleinefttos y la media de los dos 

últimos elementos. En procesamiento de la señal esto es lo mismo que aplicar ru1 

filtro paso bajo. 

Si lo que hiciésemos fuese poner los dos últimos niveles a cero, el vector 

resultante seria {4 4 4 4} , la media del vector. Si hidéseff!Os que todos los 

coeficientes excepto c00 sean O e invertimos fa transformada, el resultado será el 

[ 1 1 1 1 , • d.~ . i ct· l d . 1 , fi ,. vector - - - - - - , , ia herencia entre 1a me 1a v e se0nn ID mve de rtunauo, 
2 2 2 r · ~-

{ 7 7 9 9] F' l • • , d l fi • i ---- nu1, mente, si pus1esemos to os os coe 1c1entes a cero sa,vo c10 c11 , 
2222 

la transfonnada inversa da:ria el vector [--~i-~~1, la diferencia entre el 
2 2 2 2..J 

segundo nivel de refmado y los datos originales. 
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Podemos a continuación utilizar la descomposición wavdet para representar el 

vector y como la suma de los componentes suavizados 52 y los componentes 

detalles D2 y D1 según se muestra en(25): 

' " 3\ 1 ---1 

:J' + 

2 2! 
1 3 1 

-
c2s) y= s2 + D2 + D1 = 

r¡ 2 b + 
4 1 5 -
4 2 2 

' l 5 

Calcular las expansmnes wavelet a partir de !a inversión de matrices es 

computacionalmente costoso. A mediados de los 80 MaHat introdujo métodos de 

la teorfa de procesamiento de la señal a los wavelets. Utilizando una técnica 

denominada "Quadrature Mirror Filtering" mostró que cuaiquier transformación 

discreta wavelet puede implementarse utilizando un algoritmo tipo cascada. Este 

mecanismo permitió que el número de operaciones reqyeridas para la 

transformada se redujese del O(nlogn)al orden de O(n), haciéndolo más rápido 

que la transformada rápida de Fou...ñer. 

El análisis multiescaia usa filtros para dividir funciones fa E Vn en diferentes 

componentes que pertenecen a los subespacios Vn~i (i = 1,2,,,n) y a sus 

complementos ortogonales (26): 

M 

(26) f = J~ + g == '\:.""' g + 1"' , .,, n n-1 n-1 ~ N--·M N-M 

i=l 
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Cada uno representa una escala distinta de la función. Es posible entender los 

subespacios v; como diferentes niveles de aumento que revelan más y más 

detalles. Dichas funciones presentan autosemejanza de manera que (27) : 

En el lenguaje de procesamiento de la señal, se obtienen las funciones fn-I y 

g n-I aplicando a la función original fn, un par de filtros compuestos por dos 

coflll)OfteBtes separados, filtro paso alto y fitlm paso bajo, que se corresponden 

con salidas con frecuencia alta y baja respectivamente. 

Para obtener la transformada wavelet en cada paso, la señal se pasa a través del 

par de filtros. La salida consiste en la c~ paso alto y la componeme paso 

bajo doode cada una de ellas es, de longitud, la mitad de la longitud de la entrada. 

En cada paso se conserva la componente paso hajo y se vuelve a utilizar como 

envacla. 

En un dominio discreto, los filtros :mencioDNos anterior:meBte son un par de 

secuencias {l,(k)} y {g(k)} para kt:Z, donde {l,(k)} es un filtro paso hajo, {g(k)} 

es oo. filtro paso alto y los dos filtros están conectados mediante la siguiente 

relación (28): 

(28) g( n) = (-1 Y h(l - n) 

Cada wavelet tiene una función escalado o función padre que expande el 

subespacio V0 y puede ser representado como una combinación lineal de 

funciones del siguiente subespacio, V1 . Puesto que los subespacios son 
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autosemejantes y encajados, existe relación entre las funciones escalado de 

cualquier par de subespacios vecinos Vj y Vj+J· Dicha relación es la denominada 

ecuación escalado o ecuación dilatación (29) y define los coeficientes del filtro. 

(29) ;(x) == ""ihk✓2t/>(2x-k) 
keZ 

Los dos filtros son correspondencias de l(Z) a 1(2Z), de manera que, 

n 
transforman un vector de n elementos en dos vectores con - elementos cada uno, 

2 

donde uno de ellos conserva los datos suavizados por el filtro paso bajo y el otro 

contiene los detalles horrados. 

Cada wavelet puede caracterizarse por un conjunto fmito de coeficientes para 

dichos filtros, derivados de la ecuación de escalado, que relaciona entre sí las 

funciones de escalado de diferentes subespacios v; . 

Para el Haar wavelet los coeficientes de los filtros son los siguientes (30): 

1 l -1 
(30) h(l) == h(2) == ../2 y g(l) == ../2 ,g(2) == ../2 

Si utilizásemos el mismo vector que hemos utilizado anteriormente 

/(2) == {2 5 2 7] los vectores filtrados vienen dados por (31) 

[ 7 9 ] [-3 -5] (31) /(1) == Ji Ji y g(l) = Ji ../2 

La función f(l) es una media sopesada de las primeras dos y siguientes dos 

entradas de /(2) respectivamente, donde los coeficientes del filtro se están 

utilizando como pesos y donde se utiliza el mismo procedimiento para g(l), sólo 

73 



que en este caso, uno de los coeficientes del filtro es negativo, con lo que la media 

sopesada es ahora una diferencia que recorta detalle de f(l). 

Es conveniente usar los operadores H y G para denotar la relación de los filtros 

aplicados a una secuencia a= fan} septi (32) (33): 

(33) (Ga)k = Lg(n-k)an 
n 

Si la señal original fuese c(n), mi vector con 2n elementos, entonces 

c(n-1) = Hc(n) y d(n-1) = Gc(n). Si a,ticamos el filtro paso bajo dos veces, 

leÑfelnos que c(n - 2) = H2c(n) y d(n - 2) = HGc(n). 

Usando el análisis mukiresolución, la Transformada Discreta Wavelet de mia 

secvencia y = c(n) de longitud 2n, es otra secuencia de igual longitud dada por 

(34) 

W = (d(n-1), d(n-2), d(n-3) , ...... , d(I), d(o), C(o) ]= 
(34) (r, 2 " 1 " " ] py,GHy,GH y, ........ ,GH - y,GH y,H y 

Pan invertir la transformada wavelet se aplica oo procedimiento de filtrado 

inverso. Los operadores ÍI y G establecen mia correspondencia de l(2Z) a l(Z) y 

cada elemento se dobla y se multiplica por los coeficientes wavelet. Si aplicamos 

los filtros inversos paso alto y paso bajo a los vectores/(JJ y g(l) tendremos (35) 

(35) il/(1) = ['!_ '!_ 2. 9 ] Gg(l) = [- 3 i - 5 _2
5] 

2222' 2 2 2 
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Sumando las dos expresiones reproducimos el vector inicial /(2). Gráficamente 

podemos verlo de la siguiente manera, la serie de entrada S(n) se descompone en 

partes detalle cD1(n) y parte suavizada cA1(n) utilizando filtros paso alto 

( HiF _D) y paso bajo ( LoF _D) respectivamente. La descomposición obtenida es 

una descomposición en primera escala. Es posible reconstruir la señal original a 

través de los coeficientes de la aproximación y los detalles. Es también posible 

reconstruir las propias aproximaciones y detalles a través de sus vectores de 

coeficientes. El vector de coeficientes cA1(n) pasa por el mismo proceso que 

cuando se usa para reconstruir la señal pero en lugar de combinarlo con cD1(n) se 

usa oo vector de ceros en su lugar. Con ello obtenemos una aproximación 

reconstruida A1 de la serie original S(n). 
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o 

f2I 1 
t HiF_R 

► 

N/2 ceros 

A1 

cA1 J2I 1 
f LoF_R ► 

N/2 coeficientes 

Figura 3. 12. llecoesmicción de la aproximación a primera escala 

cD1 

► [J] 1 HiF_R 
► 

N/2 
coeficientes 

D1 

[J] i LoF_II 
o 

► 

N/2 ceros 

► 

Figura 3. 13. Reconstrucción del detalle a primera escala 
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En las siguientes figuras es posible apreciar las sucesivas reconstrucciones para 

una serie dada. 

"1 

"1 

ddO 
zz 

'----,---~--~--~--~--~- -~--~--' 

Figura 3. 14. Reconstrucción de la serie zz al primer nivel. 

dd1 
Serie 

'----,---~--~--~--~--~--~--~--' 

Figura 3. 15. Reconstrucción de la seriezz al segundo nivel. 

77 



dd2 
Serie 

Figura 3. 16. Reconstrucción de la serie zz al tercer nivel. 

Figura 3. 17. Reconstrucción de zz como suma de todos los niveles. 

Los detalles y las aproximaciones reconstruidas son los que constituyen la 

señal original de manera que A 1 + D 1 = S . 

Las Transformadas Wavelet presentan soporte compacto, esto es, las funciones 

base son distintas de cero sólo en un intervalo finito, de manera que las señales 
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pasan de estar en el dominio del tiempo a estar en el dominio de la frecuencia y 

del tiempo, y no sóio en el de ia frecuencia, como sucede con la transformada óe 

Fomier. El tiempo necesario para obtener la transformada es lli'l tiempo lineal con 

respecto a ia longitud de la señal de entrada. El conjunto de funciones base puede 

ser inñnito, en el caso de la transformada de Fouríer las funciones utilizadas son el 

seno y el coseno. 

Para la definición de una medida de la distancia en el espacio de transformadas 

que garantice que no se produzcan descartes se ha de cumplir la propiedad 

contractiva para dicha distancia de manera que (36): 

(36) D transformado (T(A),T(B)) <= D real (A,B) 

Dicha propiedad es la que garantiza que un F-index no genere descartes. Dicha 

propiedad será cierta para cualquier transformada lineal ortonormal y la Haar 

wavelet la cumple. 

En (King-pong Chan. 1999) basándose en una ondícula simple pero poderosa, 

la ftmción Ha.ar wavelet, se genera una medida de la distaucia que satisface los 

requerimientos de ser una cota inferior para la distancia. La Transformada 

Discreta W avelet presenta ciertos problemas, está sólo definida para secuencias 

cuya longitud sea una potencia entera de dos. 

En (Struzik and Siebes. 1999) se definen otra sene de representaciones 

derivadas de la transformada Haar. Entre ellas la representación basada en signos 

(37), la cual utilíza sólo el signo del coeficiente wavelet de manera que si c. ; son 
1,.; 

los coeficientes wavelet. 
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s .. = sgn(c .. ) l,J ' Id 

(37) {l para x ~ O 
sgn(x) = 

-1 para x <0 

Si tenemos las series x=(3, 1, O, 2,-3,-4, 1, 2) e 

y= (2, 3, 1,-3,-4, 1, O, 1) , las transformadas correspondientes serán 

x1 = (0.25, 1.25, 0.50,-2.50, 1.00, -1.00, 0.50,-0.50) e 

y 1 =(0.125, 0.625, l.750,-1.000,-0.500, 2.000,-2.500,-0.500) y sus 

representaciones usando el signo de los coeficientes transformados serán los 

siguientes: x' =(1, 1, 1, -1, 1, -1, 1, -1) e 

y'=(l, 1, 1, -1, -1, 1, -1, -1). 

Otra medida de la similitud planteada en dicho trabajo es (38), la diferencia de 

los logaritmos de los coeficiemes wavelet en la escala superior y en la escala 

actual. 

(33) )'. _OOL = tn.,,¿_ .j)-i.-A,.111) 
l,J ~1,J ~' 

Donde i, j son respectivamente la escala actual y la posición y e 1,1 es el primer 

coeficiente de la representación wavelet. 

Esta representación puede normalizarse (39) para obtener el porcentaje de 

incremento de vnoL con la escala. 

DOL v .. 
(39) h . . = 1

'1 para i > O 
'·1 log(2(;)) 
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Si tenemos las series x = (3, 1, O, 2,- 3,-4, 1, 2) e y= (2, 3, 1, -3, -4, 1, O, 1) 

las transformadas correspondientes 

x1 =(0.25, 1.25, 0.50,-2.50, 1.00,-1.00, 0.50,-0.50) 

y 1 = (0.125, 0.625, l. 750,-1.000,-0.500, 2.000,- 2.500, -0.500) 

representación normalizada será 

x' = (1.609438, 0.500000, 2.821928, 0.5, 0.5, 0.000000, O.O) 

y'= (1.609438, 3.307355, 2.500000, 0.5, 1.5, 1.660964,0.5). 

la 

serán 

e 

y su 

siguiente: 

e 

La Transformada Wavelet es útil porque es más fácil liberar a las señales de 

ruido en el dominio de las ondículas que en el domiBio de la transformada de 

Fourier, y además, es posible liberar de ruido a señales con saltos. En (Wu et al. 

2000) se realiza \ltla comparativa entre DFT y DWT como herramientas para 

búsqueda de similitudes en bases de datos de series temporales. 

Las wavelet hi-ortonormales se pueden usar en un entorno F-index usando la 

propiedad contractiva pan la distancia en el espacio real y el espacio 

transformado. En la práctica, la mayoría de los wavelets utilizados en el área de 

compresión de la imagen pertenecen al grupo de wavelets bi-ortoDOmll!lles. En 

(Popivanov.2001) se pueden leer los detalles que el autor aporta sobre los cambios 

que es necesario aplicar sobre una consulta de rango para que puedan emplearse 

wavelet bi-ortonormales. 

La característica multiresolución de los wavelet ha sido explotada en recientes 

trabajos (Vlachos et al. 2003) donde se propone una versión para el algoritmo de 

clustering k-medias, de manera que, inicialmente se realiza un clustering basado 
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en una representación burda de los datos y dichos resultados son utilizr,dos 

posteriormente para inicializar un clustering a un nivel más fino de 

representación. Dicho proceso continúa hasta que los resultados se esrabilicen o 

la representación utilizada sean los datos originales. Otros trabajos (Huhtala et al. 

1999) han centrado su atención en series alineadas o sincronizadas, de manera 

que, no se toma en cuenta la posibilidad de que exista un traslación a lo largo del 

tiempo. Para ello, definen una medida de la similitud invariante respecto a la 

posición vertical, el escalado o la tendencia, basada en características extraídas a 

pmir de la transformada wavelet. 

Las propiedades multiresolución han sido también explotadas en (Shahabi et 

aL 2000) con el objetivo de agilizar consultas multinivel sobre la tendencia o 

sobre patrones so1prendentes construyendo una estmctura de árbol denominada 

árbol TSA para agilizar el proceso de recuperación y proceso de consultas. Dicho 

árbol será de un tamaño superior al conjunto de datos originales, pero posteriores 

definiciones de subárboles óptimos denominados árboles OTSA, consiguen que el 

espacio de almacenamiento necesario oo sea superior al de las series originales. 

En dicho trabajo se proponen otras dos alternativas para el escalado 

multidimensional. Será utilizado para descubrir la estructura espacial subyacente 

de un conjunto de ítems de datos a partir de las distancias entre ellos. Para ello, 

representa el conjunto de ítems en el plano Euclideo k-dimensional, de manera 

que, minimiza las diferencias existentes en las distancias entre dichos ítems. 

Las entradas al algoritmo serán M series temporales, las distancias dos a dos 

para dichas series temporales y la dimensionalidad deseada. El algoritmo 
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establecerá una correspondencia entre cada objeto y un punto en el espacio k 

dimensional de manera que se minimice una función de "stress" que será la 

definida en ( 40). 

(40) 
ij 

la distancia Euclídea en la representación k-riimensional. La medida obtenida 

dará el error relativo que, cmno media, sufre la distancia en el espacio k 

dimensional. El algoritmo comienza con una asignación a una serie temporal de 

un punto en el espado k-dimensional, donde calcula la distancia de di-cho punto a 

los otros M-1 puntos y va moviendo el punto con el objetivo de minimizar la 

discrepancia entre las disimilitudes en el espacio real y las disimilitudes en el 

espacio k dimensional. El algoritmo necesita un tiempo O(N 2 ) , siendo N el 

número de ítems. 

FastMap 

FastMap (Falou.tsos and Lin. 1995), es una aproximación rápida al escalado 

multidimensionaL Establece correspondencias entre objetos y puntos k

dimensionales preservai.,do las distancias. La idea clave es pretender que los 

objetos sean puntos en cierto espacio n-dimensional desconocido y tratar de 

proyecta¡ dichos ptmtos . en k direcciones mutuamente ortogonales. El problema 
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reside en calcular dichas proyecciones a partir de la matriz de distancias, puesto 

que es la única entrada disponible. El alioritmo consta de los siguientes pasos: 

• Selecciona dos objetos lejanos. 

• Proyecta todos los puntos en la línea que los dos objetos definen para 

conseguir la primera coordenada. 

• Proyecta todos los objetos en un hiperplano perpendicular a la línea que 

los oos objetos defmen. 

• llq,etir k-1 veces. 

Traasfo.nnacla ffliaear predictive ceclia1 cepstnlm" 

En (llabmer an4 Jvang. 1993) se pueden consvlw ddat1es sobre tticha 

transforma<la. En (K.alpakis et al. 200 t) se presenta una medida de la distancia 

basada en esta transfonna4a, clemostrando que dichos coeficientes tiene las 

características cleseadas para• e~ exacto y \ffl indexaElo eficiente de series 

temporales AJUMA. 

Para una serie temporal All(p ), los coeficientes de la transformada pueden 

derivarse de los coeficientes ele la autoregresión selÚD (41): 

-a1 si n = 1 

m 
~(1--)amcn-m si l<n~p 

(41) en= -an - L.J n 
m=I 
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Una de las ventajas de esta transformada es que serán necesarios pocos 

coeficientes para discriminar entre series temporales que están modeladas por 

distintos modelos ARIMA. 

La gran diferencia de esta transformada con respecto a las anteriores estriba en 

que modela la serie temporal sobre la base de su componente tendencial, 

componente cíclica, componente estacional y componente aleatoria. Estos cuatro 

componentes es posible capturarlos con un modelo estacional Box-Jenkins o 

ARIMA. 

El concepto de similitud que se plantea es el siguiente: tlos series temporales 

son similares si los modelos físicos subyacentes que los generan son los mismos o 

están cercanos. Si los parámetros de los modelos ajustados a las series temporales 

son similares, las series temporales se comportan de una manera semejante. Se 

extraerán los coeftcientes cepstrales para extraer características relevantes de la 

serie temporal, y se calculará la distancia entre series temporales como la distancia 

entre los coeficientes cepstra. 

Los coeficientes de esta transformada decaen rápidamente a cero con lo que 

pocos coeficientes son suficientes para retener la mayoría de la información de la 

serie temporal. 

Aproximacióa liaeal a tramos 

Representa la serie temporal aproximándola mediante k segmentos lineales. 

Los segmentos pueden estar conectadas, en cuyo caso, para cada segmento 

debemos conservar la longitud y la altura izquierda. La altura derecha se puede 
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obtener mirando en el nuevo segmento. Si N es el número de coeficientes de la 

nueva representación, podremos guardar información de N líneas. Los 
2 

segmentos pueden estar desconectados, en cuyo caso, para cada segmento, se 

habrá de calcular su longitud, la altura izquierda y la altura derecha. Si N es el 

número de coeficientes de la nueva representación podremos guardar información 

de N líneas. 
3 

_, 

-2 

10 2D .., 11) 

Figura 3. 18. Representación aproximada de una serie usando segmentos lineales continuos. 
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10 20 30 40 50 6 
o 

70 

Figura 3. 19. Representación aproximada de una serie usando segmentos lineales discontinuos. 
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Este tipo de representaciones permiten la compresión de los datos pero el 

problema reside, básicamente, en la selección del valor de la k. Si éste es 

demasiado pequeiio se pierden demasiadas características de la serie temporal y si 

es demasiado grande se está conservando información redundante. La medida de 

la similitud entre series representadas de esta manera puede ser la suma de las 

diferencia entre los segmentos proyectados a lo largo de las dos series. Esta 

medida de la similitud podría sopesarse, dando más importancia a los segmentos 

deseados. Una posible aplicación de dicha representación es la detección de los 

puntos de cambio, donde lo que se desea es localizar los puntos en los que esté 

teniendo lugar un cambio significativo en el comportamiento de la serie. 

Hay trabajos que m adoptado dicha representación como representación 

subyacente, entre ellos, (K.eogh. 1998), (Keogh.. 1997c) . Una ventaja adicional 

de este método es que reduce el impacto del ruido, en cambio, los problemas de 

escahldo, o la existencia de saltos o distorsiones sobre el eje del tiempo no son 

problemas que se resuelven fácilmente. Es posible ltacer uso de un vector de 

pesos que conservará información sobre la importancia relativa de cada segmento 

lmeal. La información sobre cada segmento será una quíntüpla donde tenemos 

dos valores para indicar el punto inicial, otros dos valores para determinar el 

segundo de los puntos, y un quinto valor que arrastrará la longitud del intervalo. 

La selección de los k segmentos que aproximan la serie se hace, en este trabajo, 

mediante el algoritmo presentado por el propio autor en (Polly and Wong. 2001). 

Con el fin de particionar la secuencia, existen dos posibilidades, definir de 

antemano el número de segmentos, o descubrir primero dicho número y pasar 
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luego a identificar los segmentos correspondientes (Das et al. 1997), (Guralnik 

and Srivastava. 1999), (Das et al. 1997), (Guralnik and Srivastava. 1999). 

Si disponemos del número de segmentos k, tenemos el problema de obtener los 

segmentos que mejor se ajustan al valor dado. Es posible usar un función de error 

como mecanismo de búsqueda de la segmentación óptima. Este problema se ha 

estudiado en (Keogh. 1997b). Forrnalmente, la problemática de segmentación de 

una serie temporal es la siguiente, dada una serie temporal Q con n puntos, 

cm1stmir un modelo Q a partir de k segmentos (k<<n) de manera que Q 

aproxime Q. La segmentación pude ser utilizada para determinar cuando cambia 

el modelo que creó la serie temporal (Gavrilov et al. 2000), (Ge and Smyth. 2000) 

o puede ser utilizada para generar una representación de más alto nivel de la serie 

temporal que soporte indexado, clustering y clasificación (Keogh. 1997b ), (Li et 

aL 1998), (Park et al. 2001.), (Pol!y and Wong. 2001.). 

En (Keogh. 2001) se parte la serie en segmemos lineales a trauros donde cada 

segmento tiene un peso representando su importancia, aprendiéndose dichos 

pesos a partií de un conjunto de entrenamiento, planteando un ajuste de pesos 

semiautomático. 

(Guralnik and Srivastava. 1999) obtienen una partición de la serie temporal en 

un conjunto de segm.entos lineales y no lineales, desconociendo inicialmente el 

número de segmentos, la p-0sición de los puntos de corte, y la función que 

describe cada segmento. En (Smyth and Keogh. 1996) se plantea el algoritmo que 

aprende automáticamente los k mejores segmentos lineales, entendiéndose la 

búsqueda de dichc valor como un compromiso entre la exactitud y ía compresión. 
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Podemos encontrar más detalles al respecto en (Keogh. 1997a). El criterio para 

denominar una segmentación como la mejor es considerar que el proceso de 

segmentación preserva los patrones más significativos para el dominio de 

aplicación. Se enumeran, en dicho trabajo, las propiedades que con tal fm se 

habrían de cumplir: consistencia, robustez, etc. 

En (Hsu and Ray. 1998) se da una breve descripción de las aproximaciones 

usadas por los algoritmos más comunes para la segmentación. Uno de los 

mecanismos más fáciles de aplicar es "iterative end-points fits", tiene el problema 

de que es sensible a valores desperdigados. Para evitarlo podría aplicarse un 

,roceso previo que, mediante el uso de estimadores suaves, hagan que la cwva 

sea menos dependiente de valores puntuales y a su vez sirvan como pre,roceso 

para emm:nar et mido. 

ftuiteado el problema de la segmentación óptima, en (Shatby and Zdonik. 

l~) se han estudiado algoritmos on-tine hesados en ventanas deslizantes, 

interpolando un polinomio sobre él y partiendo la secuencia siempre que se desvíe 

significativamente del polinomio. Se estudin también algoritmos off-line que se 

usan para completar las secuencias. 

En el último trabajo mencionado, se habla del concepto de consultas 

aproximadas generalizadas como una situación en la que: 

• Hay un patrón independiente de los valores que caracteriza el resultado 

deseado. 

• La consulta denotarla un conjunto S de secuencias, en lugar de una 

secuencia simple. 
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@ S seria ce1rndo ante transformaciones que preserven el 

comporum:riento y no simplemente mediante la identidad de ciertos 

valores. 

El resultado es una coincidencia exacta si la secuencia resulta pertenecer a S. 

Se aborda el problema de la representación de una manera más general, 

soportándose consultas generalizadas relacionadas con características más 

comunes, dependientes de la aplicación, en lugar de realizar la consulta por 

valores muestreados. El acercamiento utilizado para resolver el problema es el de 

usar furiciones con valores reales como alternativa de representación aproximada. 

En este tipo de problemas no importa tanto las consultas por valores exactos 

como la forma de algunas subsecuencias. El método se sustenta en la capacidad 

para poder realizar la división de los datos de entrada en regiones que permitan 

ser aproximadas por una función. Dependieooo del dominio en el qae nos 

encontremos, por ejemplo, como en este caro, en el dominio de la medicina, los 

polinomios han sido suficientes. 

El índice PCA presentado en (Keogh and Pazzani. 2000) se basa en la 

observación de que, para muchas series de datos, podemos obtener una 

aproximación segmentando las series en secciones de igual longitud y guardando 

las medias de dichas secciones. 
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Figura 3. 20. Una serie representada mediante una aproximación constante a tramos. 

Será útil como compresor de la imagen y filtrado de ruido (Keogh. 1999a). 

En el mencionado trabajo se compara dicho método a aquel índice obtenido 

mediante la representación DFT. El índice se puede construir en tiempo lineal y 

permite medidas de la distancia más flexibles, por ejemplo, la distancia Euclídea 

sopesada. El orden del algoritmo para transformar una secuencia será O(n), para 

construir el índice completo será de O(kn) , siendo k el número de coeficientes en 

el espacio transformado. Es capaz de manejar consultas de longitud inferior a n, 

siendo n la longitud de la consulta original. Para manejar consultas más largas es 

un poco más difícil. La medida de la similitud utilizada es la distancia Euclídea. 

Dicha distancia es la obtenida para normas Lp ( 42) cuando p=2. 

En (Yi et al. 2000) se extiende el estudio sobre la representación PCA a 

normas Lp arbitrarias. 
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Índice P AA o aproximación a1regada a tramos 

El índice PAA presentado en (Keogh. 2000a) presenta un índice simple de 

entender e implementar. Parte cada serie temporal en k subsecuencias, las tnismas 

para todas las series, aproximando cada secuencia por su media o su varianza. 

Considerando que Mes el número de series temporales en nuestra base de datos, n 

la dimensión original de los datos y N la dimensionalidad reducida, podemos 

definir el ratio de compresión de la siguiente manera C Ratio = Nin . P AA 

representa cada serie como una secuencia de funciones caja donde cada caja es de 

la tnisma lon§imd (43 ). 

Dada dicha representación, podemos aproximar la distancia Euclidea según 

(44) DR(X,Y) = fn Í)x; - y;)2 
fii i=l 

Esta medida es una cota inferior de la astancia Euclídea, y más flexible, puesto 

que pertnite utilizar la distancia Euclídea sopesada. Además el índice puede ser 

construido en tiempo lineal. 
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10 20 30 40 50 60 

Figura 3. 21. Representación aproximada de una serie mediante PAA. 

Índice APCA o aproximación constante adaptativa a tramos 

La idea básica es generalizar P AA de manera que los segmentos tengan 

longitudes arbitrarias. Serán necesarios dos coeficientes para representar cada 

segmento, su valor y su longitud. La idea subyacente es que muchas señales tienen 

poco detalle en algunas localizaciones y gran detalle en otras . 

Esta representación tiene la posibilidad de ajustarse a los datos. En (Keogh et 

al. 2001) se presenta un método de indexado apropiado para dicha representación. 

El tiempo necesario para obtener esta representación es rápido, pues es de 

orden O(n) , soporta consultas de longitud variable, medidas no Euclídeas y 

medidas Euclídeas sopesadas. Soporta consultas exactas rápidas y consultas 

aproximadas más rápidas sobre la misma estructura de datos. 
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Aproximaciones simbólicas 

Supongamos que nuestros datos no son valores reales, o pensemos en lo que se 

podría hacer con datos discretos en lugar de con datos reales. Se trata de convertir 

la serie temporal en un alfabeto de símbolos discretos y usar técnicas de indexado 

de :palabras para gestionar los datos. En (Patel et al. 2002) se presenta un 

mecanismo para obtener una representación simbólica de la serie temporal. La 

representación simbólica obtenida admite la definición de una cota inferior para la 

ttiflaDCia Euclídea. 

Trabajos :posteriores tales como (Lin et al. 2003) plantean también una cota 

inferior de la ttistancia Euclídea. En este caso la representación se obtiene 

0bteaienoo inicialmente la representación P AA :para posteriormente convertir 

diclla represeniación a símholos. SAX ha sido :posteriormente utilizada en otros 

tral,ajos, tal es el caso de (Keop, E. 2805) y una extensión de SAX ha sido 

taml,ién usada para representar de series temporales financieras (LK.hagva,D. 

2006). 
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1\IIEDIDAS DE LA DISTANCIA 

Una vez presentadas algunas de fas representaciones de series temporales 

comúnmente usadas, es necesario estudiar las medidas de la similitud entre series 

temporales más frecuentemente utilizadas hasta el momento. 

Distanda-F 

En (Das et al. 1997) se presenta uu. modelo de similitud que tiene en cuenta 

outliers y diferentes :funciones escala. Dicho concepto de similitud se define sobre 

la base de nn conjunto de transformaciones F que relacionan enteros con enteros. 

La distancia defiufrla será la distancia-F y se basa en el recuento del mi.mero de 

puntos que se encuentran cerca en. las series temporales. Antes de dicho recuento, 
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las series temporales pueden ser transformadas por una función de transformación 

perteneciente a una familia predeterminada, F, de transformadas (por ejerrrplo, 

para cambio de escala y línea base). Se define un intervalo de confianza de 

manera que, dos puntos a; , b; , se consideran cercanos si el módulo de la 
J 

diferencia cae dentro del inteivalo de confianza. La distancia entre dos series se 

define como la fracción de puntos que están cerca. Permite capturar similitudes 

entre series que siguen tendencias con ciertas fluctuaciones alrededor de dichas 

tendencias. 

Una distancia cercana a 1 implica que las dos senes están, la mayorfa del 

tiempo, cercanas dentm de uoos límites predefin1dos. 

La noción de similitud plantea que dos secuer.c,cias X e Y son similares si existe 

una función f E F , de tal manera que, una subsecuencia larga X' de X puede ser 

transformada aproxirnadamente en ooa subseclieBCia larga Y' de Y. En este caso, 

X y Y' no son secueHCfas consecutivas de X o de Y respectivamente, aunque los 

puntos de X' y Y' si aparecen en el mismo orden en X e Y. Esto permite que se 

produzcan outliers. Si X' e Y' soo parecidos, el número de outliers será pequeño 

y X' e Y' serán aproximadamente de la misma longitud que X e Y. 

Las funciones F consideradas son las funciones lineales que, aún siendo 

funciones simples, permiten la búsqueda de similitudes con distintos factores 

escala y líneas base. Se presenta un algoritmo en tiempo polinómico que soluciona 

el problema de la búsqueda de la transformación lineal que maximice fa longitud 
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de la subsecuencia común ( dentro de un cierto margen e). El algoritmo usa 

mecanismos de la geometría computacional. 

Posibles modificaciones incluirlan restricciones que permitiesen transformar un 

elemento X; en otro y j siempre que ¡; - ji < k ,siendo dicha k una constante. Esta 

restricción impedirla que las secuencias tuviesen una gran diferencia temporal. 

Reglas de transformación. 

(Mendelzon and Milo. 1995) plantean un marco de trabajo general para el 

cálculo de la similitud entre sec'UeftCias. Dicho marco de trabajo presenta tres 

componmtes: 

• Un lenguaje de patrones P. 

• Un lenguaje de reglas de transformación T. Cada regla tienen asociado 

un costo. Un ejemplo de reglas de transformación: colapsar segmentos 

adyacentes en mi segmento de man-era que la nt1eva peBdiente sea la 

media sopesada de las pendientes de los dos segmentos y la longitud 

sea la suma de las longitudes previas. 

• Un lenguaje de consulta L. 

Una expresión en P especifica un conjunto de objetos. Un objeto A es 

considerado similar a otro objeto B si puede reducirse a él mediante un conjunto 

de transformaciones definidas en T. El lenguaje de consulta propuesto por dicho 

trabajo es una extensión del cálculo relacional con predicados que chequean si 

un objeto A puede ser transformado en un miembro del conjunto de objetos 
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descritos por 1a expresión e usando la transformación ta un rosto iimitado por c. 

El marco de trabajo puede afinarse a las necesidades de una aplicación en 

concreto seleccionando P, T y L. 

En (Rafiei and Mendelzon. 1997), (Jlafiei and Mendelzon. 1998) y (Rafiei. 

1999) se han utilizan combinaciones de medias móviles, escaiados y traslaciones. 

Sea T un conjunto de reglas de transformación y sea c(t) el costo de la regla t. La 

formulación general de la medida de la distancia planteada es la mostrada en ( 45): 

(45) 

D(X,i') = min{D(Xí?, 

min1enT(c(t) + D(t(X), Y,>), 

min1enr (c(t) + D(X,t(Y))), 

min,J,tlenr(c(tl) + c(t2) + D(tl(X),t2(Y))) )} 

Según los experimentos realizados en dicho trabajo, la distancia Euclídea 

combinada con transformaciones de medias móviles produce una medida de la 

similitud mis intuitiva, pero la desventajfA es que el cómputo de subsecuencias 

coincidentes se vuelve más complicado. Además, la extracción de caracteristicfAS 

se vuelve complicadlt si las regias a aplicar llegan a ser dependientes de ht X e Y 

en cuestión. Otra de las desventajas señaladas es que la distancia Euclídea en el 

espacio de caracteristicas puede que no sean una buena aproximación de !a serie 

en el espacio original. 
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Alineamiento dinámico temporal: ADT (DTW) 

Esta distancia, a la que denominaremos indistintamente según el acrónimo 

dado anteriormente (ADT) o bien por el acrónimo correspondiente a su 

denominación en inglés DTW ( dynamic time warping), es un mecanismo utilizado 

en procesamiento del habla que fue introducido en el área de minería de datos en 

(Bemdt and Clifford. 1994) como una alternativa a la distancia Euclídea. Se 

introdujo para tratar problemas de clustering en procesos que tienen la misma 

forma pero diferentes velocidades locales y distintos orígenes temporales. La serie 

a la que se ha aplicado el alineamiento dinámico temporal evoluciona como la 

original pero a diferentes velocidades locales y es sensible a outliers. Es aplicable 

a problemas tales como el reconocimiento de voz, sei\ales de audio y vídeo y 

señales médicas, siempre que sea necesario permitir una cierta elasticidad, 

aceleración (encogimiento), o desaceleración (estiramiento), en porciones de las 

secuencias a ser clasificadas. Posteriormente, ha sido utilizado en múltiples 

trahajos, por ejemplo en (Chu et al. 2002). 

La idea básica es la siguiente: si disponemos de dos series 

X= x1 ,x2 ,xJ>···,xn ,Y= YuY2 ,y3 ...• ym, podemos extender cada serie repitiendo 

elementos para, posteriormente, calcular la distancia Euclídea entre las series X' 

e Y'. 

Si disponemos de dos subsecuencias X=x1 ,x2 ,X3 , ... x; eY=y1 ,y2 ,y3 , .... yj, 

llamaremos camino de alineamiento a aquel camino obtenido recorriendo la 

matriz de dimensiones n x m de manera que, un camino a lo largo de dicha matriz, 
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al que denominaremos w, determina una alineación de las dos secuencias X e Y. 

La distancia de alineamiento entre dos series X y Y, coincidirá con el camino más 

corto de entre todos los caminos posibles. 

(46) 

Para calcular el coste de cada uno de los caminos, deaemos completar la matriz 

n x m donde, para cada llBa de las celdas (i,j), tendremos la distancia D(i, j) que 

obtendremos meaiante la siguiente función recursiva (47): 

(47) D(i,j) =IX; - yj 1 + min { D(i -1,j),D(i-J,j -1),D(i,j-J)} 

La matriz almacen en la celda (i,j) la distancia de alineamiento temporal 

para lograr didio resultado, usan la programación dinámica con \JBa complejidad 

cuadrática. La implementación básica es del O(n2), donde n es la longitud de las 

secuencias y se debe resolver el problema para cada par (i, j) . Si se especiftca una 

ventana de alineamiento r, sólo se resuelve para los pares (i, j) para los 

cuales I i - j 1 <= r resultando el algoritmo del orden O(nr). 

Para alinear dos secuencias y 

C = ci,c2 , ••• ,c;,····•cn utilizando ADT, se construye una matiz de nx m donde el 
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elemento (i,j) de la matriz contiene la distancia d(q;,c1 ) entre los dos puntos q¡ 

corresponde a la alineación de los puntos q; y c1 . Un camino de alineamiento W 

es un conjunto de elementos contiguos de la matriz que definen una 

correspondencia entre Q y C. El elemento número k de W se define corno 

wk = (i,j)k de mm:lera que cumpla (48): 

El algoritmo para d cálculo de la distancia de alineamiento dinámico temporal 

mediante programación dinámica es el siguiente: 

Algoritmo distancia_alineamiento_temporal(X,Y) 

Long_x=longitud_de_x; 

Long_y=longitud_de_y; 

Matriz[l,1]= D(xi,y1 ) 

Para (2<=i<= Long_x) Matriz[i,l]=D(xi,y1 )+ Matriz[i-1,1]; 

Para (2<=j<= Long_y) Matriz[l,j]=D(x1 ,yj)-i- Matriz[l,j-1]; 

Para (2<=i<= Long_x) 

Para (2<=j<= Long_y) 

(min(Matriz[i-1,j],Matriz[i,j-1],Matriz[i-1,j-l]); 

Devolver Matriz[Long_x, Long_y] 
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Figura 4. l. Dos Series mnt10=(40,50,60,70,60,50,40) y mnt20=(40,60,80,100,80,60,40) 

[, 1 l [, 2 l [, 3 l [, 4 l [, 5 l [, 6 l [, 7 l 

[ 1, l o 20 60 120 160 180 180 

[ 2, l 10 10 40 90 120 130 140 

[3, l 30 10 30 70 90 90 110 

[ 4, l 60 20 20 so CíO 70 100 

[ 5, l 80 20 40 60 70 CíO 80 

[ 6, l 90 30 50 90 90 70 70 

[ 7, l 90 50 70 110 130 90 70 

Figura 4. 2. Matriz de distancias Manhathan acumuladas para mnt20 y mnt10. En negro, el 

camino de alineamiento correspondiente. 

Existen ciertas restricciones en los caminos de alineamiento: 

• El camino debe ser monótono, de manera que el camino no debe ir 

hacia abajo o a la izquierda. Dado wk = (a,b) , entonces 

wk-J = (a',b') donde a- a'~ O y b-b'~ O. 
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• El camino debe ser continuo, no se debe saltar ningún elemento en la 

secuencia. Dado wk =(a,b) y wk-i =(a',b') entonces a-a'5:l y 

b-b'5:l 

• El camino de alineamiento debe empezar y terminar en extremos 

opuestos de la matriz, w 1 = (1,1) y wk = (m,n). 

Además de dichas restricciones globales, se imponen otras restricciones sobre 

el camino de alineamiento que limitan la distancia a la que el camino de 

alineamiento puede desviarse de la diagonal. El subconjuto de la matriz que el 

camino de alineamiento puede visitar es la denominada ventana de alineamient-0. 

Dos de las restricciones más utilizadas son la banda Sakoe-Chiba y el 

paralelognma de ltakum. 

La complejidad dada anteriormente es la que corresponde a la comparación. de 

dos secuencias, pero hemos de tener en cuenta que en las aplicaciones de minería 

de datos las oos situaciones posibles son las siguientes: 

• Coincidencia completa: tenemos una secuencia Q y un conjunto de 

subsecuencias X de aproximadamente la misma longitud en la base de 

datos y queremos encontrar entre ellas la secuencia más similar a Q. 

• Coincidencia de subsecuencias: disponemos de una secuencia de 

consulta Q y una secuencia más larga R de longitud X y queremos 

encontrar la mejor coincidencia para Q en R explorando cada 

subsección de R. 
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En cualquiera de los casos la complejidad es O(n 2 X) que es un orden intratable 

para muchos problemas reales. 

Se han probado modificaciones sobre lU)T tales como la planteada en 

(Keogh. 2001) donde, en lugar de construir la :matriz de distancias y que el 

elemento (i, j) de la matriz represente la distancia Euclídea d( q;, e j) entre dos 

puntos q; y c1 se constrnye dicha matriz con la distancia obtenida con el 

cuadrado de la diferencia entre la derivada estimada para los puntos CJ; y e 1 seg(m 

(49): 

Otros acercamientos para obtener un cálculo ~proximado de ADT se pueden 

encontrar en (Keogh. 1999b) donde se calcula la distaficra de alineamiento pero 

sobre m1a representación lineal a tramos de la serie, modificando la medida de la 

distancia, de manera que, la distancia entre dos segmentos es ahora el cuadrado de 

la distancia entre sus medias. En otro trabajo del mismo .a.utor (Keogk 2000b) se 

utilizaba ADT sobre la representación P A_,\ de fas series temporales. 

Debido al excesivo tiempo de cálculo, y para agilizar los cálculos de esta 

distancia, se han utilizado cotas inferiores, menos costosas. Usando cotas 

inferiores de la distancia de alineamiento sólo se realizan los cálculos más 

costosos si es estrictamente necesario. 
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El algoritmo a utilizar para poder utilizar convenientemente una cota inferior 

de una distancia en el escaneo secuencial es e! siguiente: 

Algoritmo para el escaneo secuencial 

de la cota inferior (Q) 

mejor candidato=oc 

para todas las secuencias en la base de datos 

de i= distancia_cota inferior(Ci,Q) 

si d_c_i < mejor_candidato 

distancia real= ADT(Ci,Q) 

si distancia_real < rnejor_candidato 

mejor_candidato= distancia real 

indice mejor_candidato=i 

fin si 

fin si 

fin para 

fin 

Se han explorado múltiples cotas inferiores de ADT, entre ellas las planteadas 

en (Yi et al. 2000) y (Kim et al. 2001), En el primero de ellos se suministra un 

mecanismo para calcular una cota inferior de la distancia que se procesa en poco 

tiempo y que permita descartar rápidamente secuencias que no sean interesantes. 

Dados - f ) 
Y Y= \Yi,····,Y,11 Y siendo max-

" 
y max

Y 
los 

máximos valores en x e y respectivamente y mm- y mm-· los mínimos 
X y 
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valores en x e y respectivamente. Si se definen los siguientes rangos 

R- = (max-,min-) y R- = (max-,min-) hay tres posibles disposiciones de los 
X X X y y y 

rangos: 

(Cl): R- y R- son disjuntos (min- > max- ) 
X y X y 

(C2): R- y R- se solapan ( min- ~ max-, min- ~ min- ) 
X y X y X y 

(C3): R- contiene a R- ( min- < max- ) 
X Y X y 

Se define una nueva función distancia Dtb según (50): 

(50) Dlb = ;(J(a,b) = {la-bl 
O en 

a>b 

otro 

Figura 4. 3. Serie a=(Z,5,4,7,3,5) y serie b= (1.4,2,5,2,4,2). D1b es 3 para dichas series siendo 

ambas del caso C2. La distancia de alineamiento entre las dos series es de 11. 
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Figura 4. 4. Series a=(6,7,6,8,6,7,6) y b=(2,4,2,5,2,4,2) . D1b da un resultado de 21para dichas 

series siendo ambas series del caso C1. La distancia de alineamiento entre las dos series es 

Figura 4. 5. 

de 25. 

4 

Series a y b. D 1b da un resultado de 7. Ambas series son del caso C3. La distancia 

de alineamiento es de 15. 
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Esta distancia se puede calcular en un tiempo lineal respecto a la longitud de la 

secuencia y además es una cota inferior para la distancia de alineamiento. Dicha 

cota inferior será la conocida como LB_ Yi y por ser cota inferior de ADT 

cumplirá el siguiente corolario: 

Para cualesquiera dos secuencias x = (x¡,.,,.,xn,) e 

distancia de alineamiento D adi (x, y ) < & entonces D1b (x, y ) < & . 

El algoritmo IDDTW (Iterative deepening DT\\1) presentado en (Chu et al. 

2002) surge a raíz de la limitación que supone el hecho de que el usuario debe 

especificar el ratio de compresión a aplicar en la representación. Para solventar 

dreho problema, el nuevo mecanismo obtiene modelos probabilísticos de los 

errores de aproximación para todos los niveles de aproximación fn1í:es del proceso 

de consulta. El algoritmo examina iterativamente secuencias a niveles más finos 

de aproximación y compara los resultados a los mooolos probabilísticos y a ios 

v,dores especificados por el usuario para las omisiones incorrectas. Con dicha 

mformación, el algoritmo evalúa cuando una secuencia candidata puede ser 

descartada o puede resultar interesante considerar una aproximación más fina. 

El problema del indexado del alineamiento dinámico temporal ha sido 

abordado por (Yi et al. 1998) y (K.eogh. 2002). En el primero de los artículos los 

autores constatan el hecho de que ADT es una métrica que sufre de dos grandes 

problemas a la hora del indexado. El primero problema es que es una distancia 

que no aporta ninguna pista sobre características que puedan resultar indexables, y 

la siguiente es el tiempo de cómputoº Se propone en dicho trabajo el uso de una 
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modificación de la técnica de Fastmap, visto en el anterior apartado, como 

mecanismo de reducción de fa dimensionalidad, para obtener un indexado 

aproxin:iado de ADT. 

Dicho mecanismo presenta el problema de que permite omisiones incorrectas y 

por lo tanto, es utilizado en (Yi et al. 1998) como una estimación del rango de 

búsqueda de la función distancia Euclídea con el fin de recuperar un número de 

candidatos más reducido. Posteriormente, en el proceso de :filtrado de las 

inclusiones L11Ilecesarias, se utilizará Dib como una cota inferior de la distancia de 

alineamiento dinámico temporaL En (K:im et al. 2001) se presenta un algoritmo 

para el indexado exacto de series temporales con ADT. El método extrae cuatro 

características de las series y organiza dichas características en una estructura de 

índice. Introduce una función que es u..t1a cota inferior de la distancia de 

alineamiento dinámico temporal basada en las cuatro características extraídas. La 

cota inferior de ADT entre dos series, será el máximo de los valores absolutos de 

las diferencias entre las carn:cteristicas extraídas, siendo dichas características el 

vector constituido por el primer, último, máximo y mínimo valor de la serie. 

Dicha cota inferior se denomina LB Kirn. 

Considerando las restricciones sobre el camino de alineamiento wk = (i, j), de 

manera que, j - r :::;; i ~ j + r donde r define el alcance o el rango permitido de 

alineamiento para un punto dado de 1a secuencia y usando dicha r se definen las 

siguientes dos secuencias U¡= max(q;_,: qi+r) y L; = min(q;_,: q;+,.). La medida 
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de cota inferior para ADT propuesta en (Keogh, 2002) a la que se denomina 

LB_ Keogh es la siguiente ( 51 ): 

¡(e; - u;)2 si e; > U¡ 

(5l)LB_Keogh(Q,C)= t {c;-L;)2 si e; <L; 
O en otro caso 

Con el objeto de poder indexar ADT, se ha usado la cota inferior LB_ K.eogh en 

un espacio de baja dimensión al que se denomina LB_P.A ... A, Este mecanismo 

utilizará la aproximación constante a tramos para la representación en el espacio 

de baja dimensionalidad. 

Definidas ciertas aproximaciones constantes a tramos de las anteriormente 

definidas U y L que se denotan como U y i y calculadas segán (52): 

Se define LB _P A.A,. de manera que, dada una secuencia candidata C 

transformada en C mediante la :representación P AA y mm secuencia de consulta 

Q con sus funciones U y i correspondientes entonces definimos LB_ P AA 

según la ecuación (53): 

110 



LB PAA(Q,C) == 
(53) -

El último paso para que el :indexado sea posible será definir una función 

MINDIST(Q,R) que devuelva una cota inferior de la medida de la distancia entre 

la consulta Q y R donde Res un rectángulo de área mínima (MBR). Suponiendo 

que la estructura de índice contenga un nodo hoja U y si R == (L, H) es el MBR 

mayores puntos finales de la mayor diagonal de R, MINDIST se define según 

(54): 

MJNDJST(Q,ll.) == 
(54) 

Trabajos posteriores (Han et al. 2003) siguen abordando la problemática 

relacionada con el cálculo rápido de aproximaciones de ADT. En este trabajo se 

obtiene la distancia entre dos series x e y mediante un proceso de reducción de la 

resolución en el que se siguen los siguientes pasos: 

• Descomposición Haar de las series x e y . Las series 

x == (3,1,0,2,-3,-4,1,2) e y== (2,3,1,-3,-4,1,0,l)se transformarían en las 

siguientes series 
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x'= (0.25,l.25,0.5,-2.5,l.0,-l.0,0.5,-0.5)e 

y'= (0.125,0.625,1. 75,-1.0,-0.5,2.0,-2.5,-0.5) 

- -• Reconstrucción Haar 6'e las series x e y con cierta resolución, por 

ejemplo, usando los primeros 3 coeficientes, las reconstrucciones 

serían: 

X=(2, 2, 1, 1,-1,-1,-1,-l)e 

Y=( 2.5, 2.5,-1.0,-1.0,-0.5,-0.5,-0.5,-0.5) 

- -• Obtención de los vectores comprimidos X e Y correspondientes a 

-x e y que en este caso se corresponde con los siguientes valores : 

x =(2 ,1,-1) e 

i =(2.5,-1.0,-0.5) 

• Cálculo de la distancia de alineamiento dinámico temporal en los 

-vectores X e Y resultantes 6'e manera que se agrupen tan prooto 

como sea posible los picos y los valles de las dos series para pasar 

posteriormeme a compensar dicha distancia con la distancia penWa en 

el proceso 6'e COIDJ)fCSión. Para las series dadas, y teniendo en cuenta 

la distancia Euctidea para el cálculo de dicha distancia, ADT será de 

1.658312. 

Yo Y1 Y2 
Xo 0.500000 3.041381 3.937004 

X1 1.$111'9 2.061553 2.549510 

X2 3.840573 1.H1139 l.'58312 

Figura 4. 6. Camino de alineamiento entre X= (2, 1,-1) e f = (2.5, -1.0,-0.5). 
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Para obtener la compensación correspondiente al proceso de compresión se 

consideran dos casos distintos: 

• Si en el camino de alineamiento entre X e Y solo nos 

movemos a lo largo del eje horizontal ( el eje de las X) entonces la 

compensación necesaria para la distancia será la siguiente (55): 

Donde se representa por !{Y_;, .... , Y_;) el número de veces que el valor 

Y_; se encontraba comprimido en f . De la misma manera, 

podríamos hablar de movimientos a lo largo del eje de la Y. El 

primero de los movimientos en el camino de alineamiento se 

corresponde con esta simación de manera que DC = 0.52 . 

..... 
• Si en el camino de alineamient-0 entre X e Y nos movemos a lo 

largo de ambos ejes la distancia se compensara según la sipiente 

expresión (56): 

El segundo de los movimientos en el camino de alineamiento es una 

siruación de este tipo necesitando por lo tanto una compensación de 

DC=l.52. 
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El resultado obtenido será D10wresTw que estará definido según (57), teniendo en 

cuenta que se considerará como estado a todo par correspondiente al camino de 

alineamiento entre X e Y : 

Otros trabajos (Rath and Manmatha) han trasladado dicha labor de búsqueda de 

cotas inferiores para fa distancia de a.lineamiento dinámico temporal al área de 

series temporales multivariadas. 

Distancia editada 

La distancia editada entre dos secuencias alfanuméricas A y B (referidas como 

texto y patrón) en un alfabeto E está definida como el mínimo rtúme:w de 

operaciones que son necesarias para convertir un texto A de consulta en lli'l patrón 

B. Se pern1iten tres operaciones: borrados a ➔ e, inserciones ;:; ➔ b y cambios 

a ➔ b donde a y b están en í: y siendo E la cadena vada. Asumiendo que el 

costo de dichas operaciones es 1, la distancia editada es el mínimo número de 

operaciones para obtener un patrón a partir de un texto. 

Si denotamos como D(i,j) la distancia editada mínima entre dos textos 

Q[L.i] y S[Lj] entonces definiremos la distancia editada recursiva segóJ1 

como (58): 
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j si i =0 

i si j =0 
(SS) D(i,j) = D(i-1,j-l) = min{Dfi-1,j-l] + 1,D[i-1,j} + l,D[i,j-1] + 1} 

si i,j >0 y qi es igual a si 

Se han utilizado versiones modificadas de la distancia editada (Bozkaya et al. 

1997) donde para ea recuperación eficiente propone un esquema de indexado 

que está totalmente basado en longitudes y distancias relativas entre secuencias 

utilizando para ello árboles Vp . Un caso particular del algoritmo de la distancia 

editada será la subsecuencia común más larga. De hecho, será \ffl3 versión 

restringida de la distancia editada donde no se permiten cambios. 

Subsecaeacia común mis lar1a: SCML 

Otro grupo de medidas de similitud es el basado en la medida de la 

subsecuencia común más larga (SCML ). Dicha medida de la similitud permite la 

exi5tencia de saltos en \ffl3 secuencia de manera que siendo X e Y dos series 

temporales con los siguieDtes valores: 

X =3,2,5,7,4,8,10,7 

Y= 2,5,4,7,3,10,8,6 

Se determina inicialmente la subsecuencia común más larga permitiendo la 

existencia de saltos, de manera que SCML = 2,5, 7,10 y definiendo posteriormente 

la similitud entre las dos subsecuencias como Sim(X, l? = 1 SCML ¡ . Como defectos 

o deficiencias de dicha medida de la similitud: 
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® Diferentes factores escala y líneas base necesitan escalar o transformar 

una serie a la otra . 

., Debería ser transigente a la hora de comparar elementos (incluso 

después de transformaciones). 

~ Es una técnica usada en reconocimiento del habla o en la búsqueda de 

coincidencia de patrones textuales. 

Medidas del tipo SCML para eries temporales 

Comparación de subsecuencias sin escalado (Yazdani. 1996). Si Sim(i,j) hace 

y y1,y2 ,y3 , .... y1 y siendo d wa tolerancia permitida, denominad3- di-sumcia de 

umbral, se defme dicha medida de 1a similitud según (59): 

sil X; - y1 1 < d entonces 

(59) Sim(i,j) = 1 + D(i -1,j -1) 

Si no Sim(i,j) == max{D(i-1,j),D(i,j -1)} 

Con respecto al escalado, los autores no discuten directamente los problemas 

de escalado. Es posible usar una transformación de escalado estándar global antes 

de los cálculos de similitudes. La complejidad de los algoritmos de cálculo de 

similitudes en este caso se corresponde con fas formulaciones en programación 

dinámica estándar que necesitan un O(n2) en tiempo, aunque es posible realizar 

mejoras realizando ciertas suposiciones sobre la entrada. 
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También podemos encontrar comparaciones de subsecuencias con escalado 

local y diferentes líneas base en (Agrawal et al. 1995) donde la idea básica es que 

dos secuencias son similares si tienen el suficiente par de subsecuencias ordenadas 

no solapadas que son semejantes. Un par de subsecuencias son similares si una 

subsecuencias escalada y trasladada adecuadamente se parece a la otra. Los 

escalados y trasláciones son diferentes para cada par de subsecuencias. Para 

lograrlo, el algoritmo encuentra todos los pares de subsecuencias atómicas ( donde 

atómico significa un cierto tamaño mínimo) en X e Y que sean similares. A 

continuación se juntan ventanas similares para fonnar pares de subsecuencias 

similares más largas. Se trataría, en último lugar, de encomrat' UM ordenación no 

solapada de subsecuencias coincidentes que tengan la longitoo de coincidencia 

mayor. 

Si analizamos el proceso, podemos ver que la ~ de pares de 

subsecuencias similares puede hacerse utilizando un método de acceso espacial o 

SAM que contenga todas las ventanas aromicas. A su vez, para juntar ventanas y 

resolver el problema de la ordenación de subsecuencias, puede reducirse al 

problema de encontrar el camino mas largo en un grafo dirigido acíclico si los 

nodos del grafo dirigido acíclico son cada par de ventanas coincidentes. 

La idea básica en (Das et al. 1997), que afronta comparación de subsecuencias 

con escalado global y distintas líneas base, es que X e Y son similares si poseen 

una subsecuencia común larga X' , Y' de manera que Y' es aproximadamente 

X' + b , donde la función lineal de escalado y traslación se deriva de las 

subsecuencias, y no de las secuencias originales. Si analizamos el algoritmo, 
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vemos que la subsecuencia común mas laíga se puede computar en programación 

dinámica en un tiempo O(rl ) . Se puede modificar fácilmente para que se 

compute en un tiempo O(n) para un conjnnto fijo de transformaciones fo para un 

conjunto fijo de ventanas coincidentes. 

La principal tarea para computar esta similitud, es fijar un conjunto finito de 

todas las transformaciones lineales fundamentaimente diferentes y obtener la 

medida de la similitud en cada uno de los f La primera de las tareas será de un 

O(rl), de lminera que, el tiempo requerido será de O(n3). En (Chu and Wong. 

1999) se consideran el escalado global y la trm:mladón. 

En (Keogh. 1997c) se establece un modelo de distancia probabilística entre la 

serie Q y R de manera que se asume Q como una plantilla ideal que es la que 

puede ser deformada ( de acuerdo a mm distribución previa) para poder generar D. 

Si D es la deformación observada entre Q y R, es necesa:."io determinar el 

modelo generativo. Se parte de una representación lineal a tramos de la serie R y 

de la serie de consulta Q representada como una secuencia de características 

locales tales como picos, valles, etc. que pueden ser deformadas de acuerdo a 

distribuciones previas. Se mantiene también información global sobre la 

localización relativa de dichas características locales en Q. La medida de la 

similitud probabilística así definida tiene la característica de permitir escalados y 
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traslaciones y además incorpora conocimiento previo en la propia medida de la 

similitud. 

El presentado a continuación se puede entender como un método basado en el 

modelo (Ge and Smyth. 2000). Dicho modelo, dada una serie Q, construye un 

modelo MQ. Dado un nuevo patrón Q' se mide la similitud calculando P(Q'I Mº). 

MQ es, en este trabajo, un modelo de Markov de estados finitos y tiempo 

discreto, donde cada segmento corresponde a un estado y donde los datos en cada 

estado se generan por una curva de regresión. Lo que se suministra es una matriz 

de transición de estados. Cuando se introduce un es-tado i se dibuja una duración a 

partir de una distribución p(t) de duración de estados, de manera que el proces-o 

continúa en el estado i por un tiempo t y, después de esto, el proces-o cambia a otro 

estado acorde con la matriz de transición de estados. 

Otras aproximaciones, tales como la mostrada e11 (Focardi. 2001-04), asumen 

que las series temporales s-on estacionarias. Permiten medir la distancia entre 

series de distinta longitud y con formas que, sielldo similares en sus 

distribuciones, no pueden ser directamente comparadas. 

Necioaes s11bjetivas de la similitlld 

Se han realizado intentos de incorporar por parte del usuario nociones 

subjetivas de la similitud que deberán ser aprendidas por dicho usuario a través de 

la interacción con el sistema. 

"Relevance feedback" es un mecanismo muy utilizado en reconocimiento de 

voz y que se presentó en (Keogh. 1998) como un mecanismo que era posible 
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aplicar en el proceso de búsqueda de similitudes. Se usa una representación lmeal 

a tramos de la serie temporal y define una operación de mezcla en la 

representación de las series temporales, utilizando el mecanismo mencionado para 

refinar fa forma de la consulta. 
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CAPÍTULOS 

REPRESENTACIÓN BASADA EN PUNTOS IMPORTANTES 

Múltiples tmhajos (Pemg et al. 2000), (Park et al 1999), (Fink and Pratt. 

2003), (Fink et al. 2003), (Pratt. 2001 ), (Pmtt and Fmk. 2002) han esmdiado la 

posibilidad de representar las series temporales haciendo uso de los puntos 

importantes, máximos y mínimos, extraídos con diversos mecanismos. Los 

extremos son importantes puesto que, si observamos por un instante dos series 

temporales, podemos considerar que son similares siempre que sus puntos de 

cambio sean iguales. El resto de la serie estará constituida por las curvas o rectas 

que conectan dichos puntos de cambio. Una vez realizado este proceso, las tareas 

de análisis y proceso de series temporales serán más fáciles de realizar, al estar los 

datos transformados en símbolos más comprensibles. Los trabajos realizados 

121 



recientemente tienen en cuenta las distintas maneras de identificar un patrón en 

una serie temporal. Además de prestar atención al problema de la ídentificación 

de los patrones contenidos en una serie, será necesario atender al hecho de que los 

máximos y mínimos seleccionados se usarán posteriormente para segmentar la 

serie temporal. El problema de la segmentación se podrá abordar, de esta manera, 

de una manera más flexible, más efectiva y más acorde a ios intereses de los 

usuarios. Los patrones del análisis técnico utilizados están definidos en base a 

ciertas restricciones que deben cumplir los extremos ~xtraídos de una serie 

te:rnpornl. En este sentido, la propia definición de los patrones podría ser 

fácilmente modificada en posteriores pruebas. Es obvio que podríamos estar 

interesados en introducir más patrones, o, en su cliSO, redefinir aígunos de los 

utilizados. 

Una vez divididas las series temporales en segmentos determinados por e§tos 

puntos importantes, es posible realizar comparaciones entre series temporales, 

usando para ello los segmentos determinados. Las distancias que es posible 

determinar entre segmentos adquirirán ahora el significado de ser distancias entre 

segmentos constitutivos de un patrón, ofreciéndonos la posibilidad de buscar 

coincidencias de patrones de un modo más versátil. Podemos buscar 

coincidencias en los primeros instantes de formación de un patrón, en los 

momentos finales de consolidación del patrón o quizá en su momento central. Es 

posible extraer los instantes posteriores a un patrón, semejante a uno disponible, 

parn predecir su continuidad. Todo ello de una manera efectiva y eficiente. 
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Los puntos de cambio son esenciales para aquellos que han de leer los gráficos 

correspondientes a índices bursátiles. Mediante el mecanismo implementado los 

patrones contenidos en una serie serán rápidamente visualizados. A continuación 

definiremos los patrones de análisis técnico considerados a lo largo de los 

capítulos restantes. 

Definidón de patrones dependientes del dominio 

Los conceptos definidos para el análisis técnico parten de la definición de 

tendencia o dirección que siguen los precios del mercado. Los movimientos en 

forrrm de zig-zag seguirán una tendencia alcista desde el momento en el que los 

sucesivos máximos y mínimos sean cada vez mayores. Una tendencia bajista se 

detectará coo máximos y mínimos cada vez más bajos. Es posible que el mercado 

presente una tendencia lateral cuando los máximos y mínimos estén siguiendo una 

línea horizontal. 

La "teoria de Dow" parte del supuesto de que en la evolución del mercado se 

entremezclan tres tipos de movimientos o tendencias: tendencia primaria, 

tendencia secundaria y tendencia terciaria. 

En lo que respecta a las características de las tres tendencias mencionadas 

anteriormente, las más destacadas serán las que a continuación se mencionan: 

~ La tendencia primaria, cuya duración puede ser desde varios meses a 

varios años, corresponde a amplios movimientos alcistas o bajistas 

que traen como resultado una apreciación o depreciación del valor. 



Esta tendencia es seguida por el inversor a iargo plazo y determina que 

el mercado sea alcista o bajista . 

.., La tendencia secundaria, cuya duración será de tres semanas a varios 

meses, es una reacción intermedia importante, opuesta a la direcdón 

primru.ia. Acaba corrigiendo entre un 50 y un 75% del úitimo 

movhniento primario. Es útil para invertir a medio o corto plazo. 

$ La tendencia terciaria o menor, es un movimiento de duración menor a 

tres semanas. Se trata de una breve fluctuación dentro de las tendencias 

secundarias y su duración oscila entxe seis o siete días y puede llegar a 

ser de hasta tres semanas. Son correcciones a lo largo del dfa, que 

suelen estar muy manipuladas, por ro que solamente es útil para los 

inversores a muy corto plazo. 

Dow trunbién argumentaba que, en un gráfico, se puede comparar el 

movimiento del mercado de valores al movimiento de fas aguas marinas, en 

continuo fiuj-0 y reflujo. El movimiento primario serian las mareas, el secundario 

las olas y, el movimiento diario, las pequeñas ondulaciones que forman fas olas. 

Los movimientos diarios carecen de importancia, lo que realmente interesa 

descubrir son los movimientos primarios y secundarios (las mareas y las olas), 

con el objeto de comprar o vender en el momento oportuno, Cuando las crestas o 

valles de las sucesivas olas son cada vez más altas, el movimiento primario es de 

alza (la marea está subiendo) y viceversa. Luego, después de un largo periodo de 

alza (o baja), cuando las crestas de las sucesivas olas son cada vez más bajas (o 

altas), indicmfan lm cambio en el movimiento primario. Sin embargo, debido a la 
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distorsión que suponen los movimientos diarios y también debido a 1a 

irregularidad de los movimientos secundarios, se precisa una cier..a dosis de 

prudencia antes de pronosticar un cambio definitivo en la tendencia de fondo del 

mercado. 

Los patrones dependientes del área de apl.icación que se mostrarán a 

continuación, serán extraídos de los fundamentos del análisis técnico. La idea 

subyacente detrás del análisis mediante gráficos es que deterrninadas pautas de 

comportamiento de los precios son repetitivas, es decir, se pueden extrapolar al 

füturo. 

Estos modelos füncionan porque proporcionan imágenes de lo que están 

haciendo los participantes del mercado y eso permite determinar sus reacciones 

ante los hechos que se producen. El análisis de gráficos es, en realidad, un estudio 

de la sicología humana y de las reacciones de los operadores a las ca._-nbiantes 

condiciones del mercado. 

Uno de los debates abiertos en. el análisis de mercados fmanciems es la validez 

de cada uno de los dos mayores métodos de análisis, el fundamental y el técnico. 

Algunos estudios dicen que el análisis fundamental es más efectivo en la 

predicción de tendencias a largo plazo (más de un año), mientras que el análisis 

técnico seria más apropiado para el análisis en horizontes más cercanos, de 90 

días, siendo lo ideal combinar ambos. 

El análisis técnico exa1nin.a precios pasados y volúmenes de compra para 

predecir movimientos füturns en los precios. Centra su atención e:n la formación 

de gráficos para capturar tendencias, con el objetivo de identificar oportunidades 
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de compra o venta, valorando la dmación de los cambios de tendencia en el 

mercado. Es posible aplicar dicha técnica en distintos horizontes temporales: 5 

minutos, 15 minutos, cada hora, etc. A lo largo del trabajo mostrado en los 

siguientes capítulos, se podrá ver que los horizontes temporales cortos son 

aquellos en los que más se ha incidido. Se han usado para ello cotizaciones minuto 

a minuto, estudiando series de longitud 40, ~. 180 y 360. Dichas longitudes se 

corresponden, aproximadamente, con datos correspondientes a media hora, hora y 

media, tres horas y seis horas respectivamente. 

Derivados de la definición de teadencia, aparecen los soportes y las 

,es.istencias. Los soportes son niveles de precios para los cuales la cotización 

rebota y asciende. Las resistencias son niveles de precios donde los precios frenan 

su ascenso y caen. La linea de tendencia es una línea trazada uniendo sucesivos 

mínimos o soportes, si es una tendencia alcista, y uniendo sucesivos máximos o 

Las formaciones de hombro-cabeza-hombro (HCH) y hombro-cabeza-hombro 

invertida (HCHI), son algunas de las señales más se~ y comunes de cambio de 

tendencia. Vendrán caracterizados por cinco extremos sucesivos E1, ... ,E5 , que 

cumplan las condición expuesta en (60) y (61) respectivamente: 

E1 es un máximo 

(60)HCH= 
E3 >E1,E3 >Es 

E1 y Es están dentro del 1.5% de su media 

E2 y E4 están dentro del 1.5% de su media 
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Figura 5. l. Patrón hombro cabeza hombro 

315 

310 

305 

300 

10 20 30 40 50 60 

Figura 5. 2. Patrón hombro cabeza hombro encontrado en una serie real 

Figura 5. 3. Patrón hombro cabeza hombro invertido. 
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E1 es un mínimo 

(61)HCH/ = E3 < E1,E3 < Es 

E1 y Es están dentro del 1.5% de su media 

E2 y E4 están dentro del 1.5% de su media 

280 
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10 20 30 40 50 60 

Figura 5. 4. Patrón hombro cabeza hombro invertido encontrado en una serie real. 

Estas dos formaciones serán las más frecuentes. A continuación veremos otras 

formaciones menos comunes. Las formaciones expansivas son aquellas en las que 

las líneas de tendencia divergen, creando la imagen de un triángulo en expansión. 

También se llaman megáfonos superiores. Cuando observamos una formación de 

este tipo sabemos que representa un mercado fuera de control y lo más frecuente 

es que ocurra cuando se dan los máximos principales del mercado. El patrón 

expansivo es, normalmente, una formación bajista, pues aparecerá al final de un 

mercado alcista de importancia. 
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Vendrá caracterizado por cinco extremos locales consecutivos Eu .. ,,E5 que 

deberán de cumplir la condición impuesta en (62). 

máximol 

f 

Con respecto a la formación expansiva megáfono abajo, las condiciones que se 

han de cumplir para que cinco extremes consecutivos sean considerados corno tal, 

son las expresadas en (63). 

Figura 5. 5. Megáfono arriba 
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-1 

10 

Figura 5. 6. Patrón megáfono arriba detectado en una serie real preprocesada. 

Figura 5. 7. Megáfono abajo 
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Figura 5. 8. Megáfono abajo detectado en una serie real preprocesada. 

Los patrones que se muestran a continuación, indican que el movimiento lateral 

del precio reflejado en el gráfico no es más que una pausa en la tendencia que 

prevalece. El siguiente movimiento será en la misma dirección de la tendencia que 

precedía a la formación. Las formaciones de continuación de tendencia no se 

prolongan tanto en el tiempo como las formaciones de cambio de tendencia. 

El triángulo (TRI) y el triángulo invertido (TRII) son formaciones de 

continuación de tendencia. El triángulo, también denominado triángulo 

ascendente es, generalmente, alcista. Ambos están caracterizados por cinco 

extremos locales consecutivos E1, .. . ,E5 y deberan cumplir respectivamente las 

restricciones (64) y (65). 
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Figura 5. 9. Triángulo 
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Figura 5. 10. Triángulo encontrado en una serie real. 
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mínimo 

360 
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340 

330 
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Figura 5. 11. Triángulo invertido encontrado en una real. 

Los rectángulos, tanto arriba (RAR) como abajo (RAB), son formaciones de 

continuación de tendencia. Vendrán caracterizados por cinco extremos sucesivos 

E1, ... ,E5 , siempre que cumplan las restricciones impuestas en (66) y (67) 

respectivamente: 

E1 es un máximo 

los soportes están dentro del 0.75 de su media 
(66) RAR = 

las resistencias están dentro del 0.75 de su media 

el menor de los soportes > la mayor de las resistencias 
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Figura 5. 12. Rectángulo encontrado en una serie real. 

E1 es un mínimo 

los soportes están dentro del 0.75 de su media 
(67) RAB = 

las resistencias están dentro del 0.75 de media su 

el menor de los soportes > la mayor de las resistencias 
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Figura 5. 13. Rectángulo abajo encontrado en la serie real. 
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Extracción de características~ detección de extremos 

Definidos dichos patrones, detectarlos e:n una sene temporal ( con un 

com.pcm.ente aleatorio), es un problema que puede llegar a ser complicado. Al no 

tener la forma funcional que describa la serie que se trata de estudiar en función 

del tiempo, resuita muy útil la utilización de estimadores no pa;amétricos. Entre 

ellos, u..110 de los más estudiados es el estimador kemel (Hardel and MüHeL 

1990), (W~nd and Jones. 1995). 

En general, olvidándonos, de momento, de que nuestra serie es fündón 

Ú.'licamente del tie:m0po, considerernos el proceso generador de datos mostredo en 

(68): 

n ' ' ' ;:,,., • ' ') l l X ,. • d' uonae oesconocemos la u.L11c10n m(. y os va ores ji(J = 1, ... ') son 

realizaciones independientes de variables aleatorias con función de densidad 

conjunta f(X1, ... ,Xd). Los errores de perturbación son i.i.d. con media O y 

varianza igual a u 2 c . 

Para cualquier pu..11to x = (x1, ... ,xd) en el dominio de la variable explicativa d-

dimensional, el estimador kernel más genernl de dimensión d de m() puede 

escribirse según ( 69) : 

n 
¿Ks(x-x;)y; 

(69) ,ñ(x) = _.,_í-'=l,__ __ ~--, , ,,, n 
¿Ka(x-x;) 
f::::] 
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Donde H es una matriz simétrica definida positiva d x d, llamada matriz de 

suavizado y Ku(x) = IHl-v2 K(H-v 2x). K(.) es una función kernel (ó función de 

pesos muttivariante); con lo que cumple JK(x)dx = 1. 

La mayoría de las clases utilizadas de estimadores de regresión kernel 

multivariante aparece con H diagonal, con lo que la expresión anterior se 

simplifica a (70): 

Tanto en el contexto mwtivariante como en el contexto univariante, para 

estimar la funcién m(.) debemos escoger la funcién tle ,esos o kernel y los 

parámetros t1e suavizado. La funcién kernel seleccionada es la dada en (71): 

l -x2 

(71) K(x) = ---¡:=e 2 

-,¡2,r 

Los únicos parámetros en la metodología no paramétrica que hay que estimar 

son los parámetros de suavizado. En la literamra hay varios criterios, con muy 

buenos resultados, para obtener dichos parámetros. Con el fin de comprobar si los 

resultados obtenidos son sensibles a la elección del parámetro de suavizado, es 

posible utilizar dos criterios ampliamente conocidos: el criterio de validación 

cruzada generalizada, y el criterio de Rice. Ambos criterios consisten en 
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minimizar la función G(h), una medida de error penalizada de mínimos cuadrados 

definida según (72): 

Donde RSS(h) es el error de predicción dado en (73): 

(73) RSS(h) ==_!_ "'~- (Yi-m(x;))2 

n "'-',-1 

Y ;(.) es la función penalizadora. En el caso univariante, con el criterio de 

validación cruzada generalizada (GCV), se trataría de minimizar la función dada 

en (74): 

(74) GCY(h) == ____ RSS---'-(h-'-) ___ 2 

En el caso del criterio de Rice, la función G(h) a minimizar será el dado en 

(75): 
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En ambos casos K(O) es el estimador kernel evaluado en el O. Una vez que 

dicha función m(x) se ha calculado, los extremos locales se identifican en las 

series, siempre que Sgn(m'(x)) = -Sgn(m'(x + 1)) donde m' denota la derivada de 

,ñ respecto de x expresada en (76) y Sgn es la función signo. 

(76) 

La función de pesos usada en la estimación de la derivada es la dada en (77): 

1 -u2 
(77) K' (u) = - ¡,;-exp(-)u 

v21l 2 

En el proceso de extracción de extremos, el parámetro a seleccionar es, tal 

como se ha comentado anteriormente, la h. Este parámetro determinará la 
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vecindad. Una vecindad demasiado grande y el resultado puede ser un suavizado 

que oculte las nolinealidades interesantes. Si la vecindad es demasiado pequeña, el 

suavizado obtenido será demasiado variable e incluirá, por lo tanto, mucho ruido. 

A continuación se tratará de estudiar el valor adecuado para este parámetro, 

observando su repercusión en el proceso de extracción de patrones. 

Los datos utilizados para el estudio son series temporales correspondientes a 

los valores de cierre del índice de precios de las cotizaciones en bolsa de 

Telefónica (TELEF) e Iberdrola (IBEll). Ambas series contiene los datos de las 

cotizaciones comprendidos en el periodo comprendido entre el 02/01/1990 y el 

25/5/2004. También se utiliza el Índice general de la bolsa de Madrid (lGBM) en 

el mismo periodo y la cotización minuto a miooto de Ebay (EBA Y) en la bolY 

americana. Se han utilizado, además, series sintéticas para algunas de las pruebas. 

En el área de la minería de datos el interés no se centra en las características 

globales de una serie temporal, normalmeme se está más intere'Sado en 

propiedades locales encontradas en st1bsecciooes de la serie temporal a las que 

denominaremos subsecooncias. Dada una serie temporal X= x1, ... ,xn de longimd 

n, una subsecuencia S de X es una muestra de longimd m <= n de posiciones 

contiguas de X de manera que S =xP, ... xp+m-J para 1 <= p <= n-m+l. El 

método más sencillo para extraer subsecuencias a partir de una serie temporal 

larga, será utilizar una ventana deslizante de una anchura determinada, /. De esta 

manera, lograremos una base de datos de series temporales obtenidas a partir de 

subsecuencias de longitud /, obtenidas de una serie temporal más larga. Si 
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posteriormente deseamos extraer patrones se nos presentan, al menos, los 

siguientes dos problemas: 

"' Una vez determinada la longitud de la ventana, l, sólo se pueden 

considerar los patrones cuya longitud no supere el tamaño de dicha 

ventana y esto es un problema desde el u1omento en el que es sabido 

que es posible encontrar un mismo patrón con longitudes distintas. 

® El uso de esta ventana hace que ciertos patrones :¡;e pierdan si la 

subsecuencia q-ue los contiene queda dividida a lo largo del tiempo, 

Atendiendo a los principios del análisis técnico, en las fonnaciones de cambio 

o confümación sería normal especificar la duración del patrón en dfas, Los 

patrones de larga duración, por ejemplo un patrón de 90 días, generalmente 

pronostica movimientos de precios para un periodo más largo, comparado a u11 

patrón de 30 días. Además, el usuario podría estar interesado en pronósticos a 

largo plazo, para pasar, a continuación, a ob5e:rvar más en detaUe los pronósticos a 

corto plazo, 

Para suavizar el impacto que pueda producir el hecl10 de que los patrones 

resulten partidos por la ventana deslizante, permitiremos solapmnientos. Una vez 

extraída una subsecuencia de longitud, por ejemplo /=60, en lugar de empezar a 

extraer los datos de la siguiente serie en fa posición 61 (lo cual supone que no hay 

solapamiento), podemos establecer un cierto desplazamiento, d, que con un valor 

de , por ejemplo d=45, permitida empezar a extraer la siguiente subsecuencia en 

la posición 46. El desplazamiento considerado en las bases de datos TELEF e 

IBER es d= l, Esto supone que se han generado todas fas subsecuencias posibles. 
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En IGBM el desplazamiento es d=l+ 1, es decir no hay solapamiento .. En el caso 

de EBA Y, el desplazamiento empleado vendrá dado por la longitud de la serie 

'd 1 • • ., d l extra1 a en a s1gmente proporc1on = - . 
4 

Extraídas las subsecuencias, se explorarán para poder buscar los patrones 

expuestos anteriormente. Determinados los puntos importantes de las 

subsecuencias, se usarán dichos extremos para ver si la subsecuencia contiene 

alguno de los patrones contemplados. Detectados los patrones, habrá que 

seleccionar alguno de ellos como el patrón más representativo y adoptar una 

representación que, en este caso, no será otra que una aproximación lineal a 

tramos. Se representará cada subsecuencia temporal mediante seis segmentos 

lineales. Otros trabajos (Pemg et al. 2000) han usado funciones cúbicas para 

realizar la interpolación entre los extremos. 

Los seis segmentos pueden estar conectados, en cuyo caso, para cada segmento 

clel,emos conservar la longitud y la altura izquierda. La altura derecha se puede 

obtener mirando en el nuevo segmento. Tendremos, de esta manera, una 

representación constituida por los siguientes puntos (78): 

Donde E 1, E 2, E 3, E 4, E 5 corresponden a los cinco extremos que constituyen 

alguno de los patrones mencionados, / 0, 11, 12, 13, 14, 15 son las longitudes 
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obtenidas por la proyección de los segmentos sobre el eje x y A0 y AF serán, 

respectivamente, el primer y último valor de la serie. 

En ciertos casos, cada subsecuencia presenta más de un patrón, con lo cual es 

necesario seleccionar algu.no de ellos como el más importante, mientrns que en 

otros casos, no aparece ni u11 solo patrón, c0:n lo cual será necesario adoptar una 

representación independiente del dominio para dicha subsecuencia temporal. En 

lo que respecta a las subsecuencia con más de un patrón, fa decisión adoptada es 

la de asignar tma prioridad a ios p&trones. Se considera que el patrón más 

imporumte es, por supuesto, el patrón hombro-cabeza-hombro. Si los extremos 

seleccionados para mia determinada subsecuencia temporal cu.111.plen las 

restricciones impuestas para dicho patrón la representación se adecua a él. En el 

caso de que esto no suceda, se exploran ei resto de los patrones considerados en el 

siguiente orden: HCHI, MAR, MAB, TRI, TRU, RAR, RAB. 

Este orden concede prioridad a los patrones de cambio de tendencfa frente a los 

patrones de continuidad de tendencia, y da prioridad a los patrones que 

pronostican un cambio de tendencia de ascendente a descendente, frente a los 

patrones que pronostican un cambio de tendencia de descendente a ascendente. 

En caso de no haber encontrado un patrón, se extraerán sus tres extremos más 

importantes que sean máximos E1,E3'E5 , y además dos extremos E2 ,E4 que, 

siendo mí."limos, estén intercalados entre los anteriores máximos de la siguiente 

manera E1,E2,E3'E4,E5. En cualquiera de los casos, guardaremos información de 

6 segmentos lineales. Denominaremos SP a dicho patrón, el patrón que 

142 



representará a las subsecuencia en las cuales no se ha encontrado ningún patrón 

propio del análisis técnico. 

La aplicación estará entonces constituida por los elementos mostrados en la 

figura 5.14, entre los cuales deberíamos distinguir elementos dependientes del 

dominio y elementos independientes del dominio. 

En la figura 5.15 es posible ver gráficamente la representación adoptada. En la 

figura 5.16 es posible observar una serie temporal y los extremos extraídos en 

dicha serie. 

Ao 

◄ ►;,, ! lo 

◄ ► 

[5 

Figura 5. 14. Representación adoptada usando los extremos extraídos de la serie. 
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Conocimiento 
dependiente del ----f¡I, 

dominio 

Figura 5. 15. 

Suavizado 

Extracción extremos 

Determinación de las 
, 

camctensttcas pri..t1dpal.es 
dependientes del dom.L<Ú o que ser2fl. los extremos 
constituyan patrones . 

• Solventar posibles colisiones en series que muestren más de 
un patrón 

t 
En caso de que los extremos no constituyan un patrón, 
obtención de las rnrncterísticas principal.es independientes 
del doml.."1io. 

~w 

Representar la serie mediante segmentos lineal.es trazados 
entre los siguientes puntos: el punto inicial. de la serie, 
caracteristicas princip-al.es y el punto final fa serie 

1, 

1 Representación adoptada 1 

Fzses de las que consta el proceso de extracción de patrones y posterior 

representación. 
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10 20 30 40 50 60 

Figura 5. 16. Serie suavizada y los extremos extraídos de la serie, marcados con círculos rojos. 

Denominaremos TA a dicha representación. En la figura 5 .17 es posible 

observar tres series temporales y su correspondientes representaciones TA. 

Series con el patrón HCH Representación TA 

Figura5.17. Tres series temporales y su correspondientes representaciones TA. 

En una segunda representación, a la que denominaremos EX, se usará el patrón 

SP para representar a todas las series temporales contenidas en una base de datos. 

Esta segunda representación es totalmente independiente del dominio de 

aplicación y se usará para compararla con TA cuando se valoren errores en la 
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reconstrucción de las series temporales. Es, en realidad, muy semejante a TA pero 

no está sujeta a las restricciones entre extremos impuestas para ésta. 

Figura 5. 18. Serie original suavizada con h=0.9 y las representaciones TA y EX. 

Si se usasen segmentos lineales discontinuos, con doce coeficientes sería 

posible conservar información de cuatro segmentos. Es el caso de la 

representación planteada en (Keogh. 2001a) a la que se denomina SG. Una 

muestra de dicha representación se puede observar en la figura 5.19. 

Figura 5. 19. Serie de longitud 64 y su representación SG mediante 4 segmentos. 
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Una medida del error relativo al reconstruir una serie se define de la siguiente 

manera: si disponemos de una serie temporal X y su reconstrucción X , ambas de 

longitud N, podemos medir la calidad de dicha representación por el error medio 

de reconstrucción según (79): 

n lx-.il 
(79) EMR = ¿ ; ; 

i=I lx;l 

Otras medidas del error serán las dadas en (86) y (81), siendo en este caso 

dichas medidas, valores absotmos del error. 

l N 

(80) RECM = . - ¿(x; -.i;f 
N 1=1 

La figura 5 .20 muestra los detatles sobre las características de la distmmción 

de los errores en una hase de datos de 50 subsecuencias de longitud 1=64, 

extraídas a partir de la serie IGDM. Las representaciones consideradas son TA, 

EX, la representación agregada a tramos PAA, la Transformada Discreta Wavelet, 

DWT, y la Transformada rápida de Fourier, FFT. 

Se define el ratio de compresión para una serie de longitud original n 

comprimida a una longitud N según (82). 
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(82) Rcompresión = Nin 

En la primera base de datos utilizada, el ratio de compresión es de 0.19. Los 

detalles sobre el preproceso realizado a las series temporales y los valores 

empleados para el parámetro h en el suavizado se pueden consultar en (Basagoiti. 

2005). 

Figura 5. 20. 
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Variabilidad de la mediana en los errores para una base de datos de 50 series de 

longitud 64 extraídas de IGBM . 
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Las siguientes dos figuras, 5.21 y 5.22, muestran los errores absolutos 

acumulados usando la misma base de datos. 

-FFT -DWT 

100 -PAA 

80 

60 

40 

20 

Figura 5. 21. 

30 

20 

10 

Figura 5. 22. 

-TA -EX -SG 

EMR 

Errores relativos acumulados en una base de datos de 50 series de longitud 64 para 

las representaciones consideradas. 

-FFT -DWT -PAA -TA -EX -SG 

REMC PEMA 

Errores absolutos acumulados en una base de datos de 50 series de longitud 64 

extraídas de IGBM para las representaciones consideradas. 
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Se muestra a continuación, en la figura 5.23, la información sobre la 

variabilidad de la media en una base de datos de 150 subsecuencias de longitud 

/=128, extraídas de IGBM y representadas mediante 12 valores. El ratio de 

compresión es, en esta segunda base de datos, de 0.09. 

Figura 5. 23. 
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Variabilidad de la mediana en los errores para una base de datos de 150 series de 

longitud 128 extraídas a partir de IGBM en cada uno de los métodos considerados. 
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Las figuras, 5.24 y 5.25 muestran los errores absolutos acumulados en la 

segunda base de datos. 

Figura 5. 24. 
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Figura 5. 25. 

-FFT -DWT -PAA 
150 -TA 

- EX 100 - SG 

50 

EMR 

Errores relativos acumulados en una base de datos de 150 series de longitud 128 

para las distintas representaciones consideradas. 

-FFT -DWT -PAA -TA -EX -SG 

REMC PEMA 

Errores absolutos acumulados en una base de datos de 150 series de longitud 128 

para las distintas representaciones consideradas. 
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Errores de reconstrucción en distintas basea de datos 

La representación TA planteada se ha probado inicialmente en dos bases de 

datos pequeñas, una base de datos de 50 series y otra ha.se de datos de 150 series. 

Según las recomendaciones dadas en (Keogh and Kasetty. 2002), se han realizado 

pruebas en bases de datos distintas y de mayor dimensión. Se han generado dos 

bases de datos con series sintéticas. La primera base de datos está compuesta de 

series generadas mediante modelos ARlMA. Esta base de datos consta a su vez de 

9 bases de datos, disponiendo en cada una de ellas de l 000 series de longitud 

l=64. La segunda base de datos es una base de datos compuesta de funciones 

trigonométricas a la que denominaremos TRIG. 

Los errores de reconstrucción para estas dos bases de datos se muestran en la 

figura 526. 

Además de estas bases de d~tos, se han utilizado otras dos bases de datos de 

subsecuencias extraídas de las series IBER y TELEF con subsecuencias de 

longitud !=64 (el despfaza:,niento utilizado es d=l). Los resultados se pueden 

observar en la figura 5.27. 

Estos datos no incluyen la comparación con la representación SG que siempre 

será una representación mejor que TA y EX. Ofrecen, en cambio, la posibilidad de 

comparar est!ls dos representaciones a las más comúnmente utilizadas. Los 

resultados obtenidos en la base de datos sintética y los obtenidos en fas bases de 

datos reales son bastante distintos entre si. La transformada rápida de Fourier es 

una buena representación en cualquiera de ellas, pero no es así para la 
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representación P AA que obtiene resultados más variables en función de la base de 

datos utilizada. 

TA y EX mantienen unos resultados bastantes aceptables en lo que respecta a 

su comparación con el resto de los métodos. Por otra parte, si comparamos los dos 

métodos entre sí, la reconstrucción de las series a las que se ha impuesto la 

representación TA no presenta un error mucho mayor que el de las series con 

representación EX. Además, los resultados obtenidos en bases de datos más 

grandes, son mejores para la representación TA que los encontrados en bases de 

datos más pequeñas. 
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Figura 5. 26. Errores encontrados en la reconstrucción de la base de datos ARIMA y TRIG. 
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Figura 5. 27. Errores de reconstrucción para disóntos métodos en las bases de datos TELEF e 

IBER. 
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Extracción de extremos: selección de pMrámetros 

A pesar de que los resultados mostrados no resultaban desalentadores, la 

representación de muchas de las series no era una representación adecuada desde 

el momento en el que los patrones encontr.dos no eran, a veces, de la calidad 

deseada. La alternativa consiste en el uso de parámetros, aunque no siempre es 

fácil utilizarlos convenientemente para el fin deseado. Para garantizar la calidoo, 

se usará m parámetro al que se denomina lgp que determinará la duración mínima 

del patrón y que vendrá dado como un porcentaje de la longitud de la serie. En el 

análisis técnico, los patrones más duraderos son los patrones más fiables. En este 

sentido, el J'ªfámetro servirá para garantizar la calidad de los patrooes extraídosº 

Con respecto al preprocesado de las series temporales, previo a la extracción de 

patrones, y coo el fin de eliminar el ruido, se realiza un suavizado de las se1ies 

temporalesº Se utilizara el estimador kernel pam dicho proceso. El parámetro 

involucrado en la utilización dei estimador kernel es la h que determina el número 

de vecinos implicados en el suavizado. El suavizado es un iuoceso de suma 

importancia puesto que la selección del valor adecuado permitirá distinguir entre 

lo que son los datos y lo que es el ruido. La selección del parámetro h será 

relevante puesto que también determina que punto será considerado un extremo y 

que punto no será considerado como tal. Todo ello, sin olvidar que los patrones 

buscados podemos encontrarlos a distintos niveles: podemos estar interesados en 

buscar patrones a corto plazo, o bien patrones que se hayan desarrollado a lo largo 
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tabla 1, utilizados en 

y 
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Tabla. L Tabla de parámetros considerados 

"" , ·-- lf.-;,-· . ., __ -·'.!.-
JI. ,u -~AA-❖& u ~ 

h Parámetro de suavizado utilizado en la función ker!!eL 

l Longitud de ventana utilizada para extraer los patrones. 

lgp % de la longitud de la serie correspondiente a:! patrón. 

n Número de series. 

r Ancho de la banda Eie Sakoo-Chiba 

i Intervalos de distorsión pru·a booda de Sakoe-Chiba 

k Núrnero de cmsters. 

d Desplazamiento empleado a la hora de extraer la siguiente subsecuencfa. 

1.57 



Figura 5. 28. 
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Dos series sintéticas de .longitud 120 que a primera vista presentan el patrón HCH. 

Tomando como referencia las clos series ~ en la figura 5.28, más las 

4os series mostradas en la figura 5.29, podemos observar, a continuación, de que 

manera puede repercutir la selección de los parámetros Ir y lgp a la hora de extraer 

patrones a partir de una serie temporal. Los resultados son los mostraclos en la 

tabla 2. Para valores de h pequeños, tales como 0.3, según se aumenta el 

porcentaje que determina cuanto de la longitud de la serie debe ser ocupada por el 

patrón, lgp, las series van mostrando patrones diferentes. Es posible pensar que 

quizá los extremos considerados se encuentren demasiado cerca del ruido. 

Observando los patrones encontrados para h=O. 6, éstos se mantienen incluso 
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cwmdo aumentamos las restricciones sobre la duración del patrón. Para valores de 

h mayores, tales como 0.9, el número de series que se quede sin patrón puede 

considerarse demasiado grande. 

Figura 5. 29. 
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Cuatro series sintéticas de longitud 120 que a primera vista presentan el patrón 

HCHI,HCHI. 
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Tabla. 2. Patrones encontrados en las 4 series mostradas para distintos valores de h y distintos valores 

de lgp. 

lll,r,sJI% lll,r,s31% . .i/1_ .. ,, ,.,,.s,% - _'/O 

TtOP Jt.TOP SP SP 
l,=l.3 BTOP .8TOP BTOP SP 

HCHI HCHI SP SP 
HCHI HCHI HCHI SP 
SP SP SP SP 

6=1.6 SP SP SP SP 
HCHI HCHI HCHI HCHI 
HCHI HCHI HCHI HCHI 
SP SP SP SP 

11=1., SP SP SP SP 
SP SP SI' SP 
HCHI HCHI HCHI HCHI 

En. la siguiente página se muestra la tahla 3, donde podemos ver el impacto del 

uso del parámetro h, de suavizado, y /, de longitud de ventana, a la hora de extraer 

patrones sobre distintas hases de daos eximidas de IODM. Para /=40 ttay 

demasiadas series que se quedan sin pavón, y para longitudes /=90 aparecen 

demasiados patrones por ser la ventan.a amplia. Sin restricciones sobre el tamaño 

del patrón /=60 podría ser el mas adecuado porque para /=40 in.cluso el suavizado 

más leve deja demasiadas series sin patrón . 

.Por lo que podemos observar, y puesto que el orden en el que se realiza la 

búsqueda de los patrones es el orden en el que se presentan los resultados, según 

aumentamos h y suavizamos más la serie, hay patrones que desparecen. Lo que 

antes era un patrón HCH ahora ya no lo es y en su lugar surgen otros patrones 

explorados posteriormente. El recuento de subsecuencias a las que corresponde el 

patrón SP, ha aumentado en 6, siendo en el caso de h=0.6 casi un 26% del total. 
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Tabla. 3. Patrones encontrados en distintas bases de datos extraídas de IGBM para distintos valores de 

hy lgp. 

h=0.3 h=tl.6 h-0.9 

HCH=39 HCH=23 HCH=24 
HCHI=lO HCHI=9 HCHI=4 

1==40 BTOP=6 BTOP=6 BTOP=O 
BBOT=3 BBOT=4 BBOT=l 

n-89 TTOP=6 TTOP=9 TTOP=l 
TBOT=4 TBOT=9 TBOT=3 
llTOP=4 llTOP=6 llTOP=2 
llBOT=O llBOT=O llBOT=O 
SP::::::17 SP=lJ 5P=4 

HCH=3tl HCH=2ll 
HCHI=5 HCHI=3 

1=68 
BTOP=4 BTOP=6 
BBOT=2 BBOT=3 

n-59 TIOP=4 TTOP=9 
TBOT=O TBOT=l 
llTOP=4 llTOP=4 
llBOT=O llBOT=ll 
SP=2 SP=J 

HCH=33 HCH=32 
HCHI=l HCHI=l 

1==91 IITOP=O BTOP=O 
BBOT=O BBOT=O 

n-39 TTOP=l TTOP=l 
TBOT=l TBOT=l 
llTOP=O llTOP=O 
llBOT=O llBOT=O 

SP=t SP=8 

La calidad de los patrones extraídos es también cuestionable. Con el fin de 

mejorar este aspecto, se na observado el porcentaje de las series ocupadas por el 

patrón. En la tabla 4 podemos ver los resultados que al respecto se han obtenido 

en sucesivas bases de datos que para distintas longitudes se han extraído a partir 

delGBM. 
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Tabla.4. Porcentaje global de las series ocupadas por el patrón. 

1-40 1-40 1-61 1-61 t-90 
h-G.3 h-0.6 h-G.J 1,-0., ,,.._, 

30.8 37.6 20.5 25.3 26.8 

Se han observado las longitudes medias de los patrones de manera que la 

cantidad que a continuación se muestra, en la tabla 5, es el porcentaje de la serie 

que ocupa el patrón. En la misma tabla se muestra el número de series que quedan 

sin una representación propia de los patrones de análisis técnico considerados. 

El uso de un parámetro lgp, será necesario para controlar la duración del 

patrón. Mediante los distintos valores a4judicados a este parámetro, 15%, 208/4 y 

25%, se realizará w filtrado de los patrones encomrados en cada serie. Si w 

patrón no tiene lffla duración que supere el 15%, 20% y 25% ,respectivamente, de 

la longitud de la serie,~ tlescanado. El mecanismo servirá para descartar 

patrones poco representativos. Según tas pruebas exploratorias realizadas, valores 

para lgp superiores al 25% no eran adecuados, debido al gran número de series 

que quedaban sin patrón. 
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Tabla. 5. Porcentaje de las series ocupadas por los distintos patrones para distintas longitudes/, 

número de series n y par.ímetros de suavizado h. 

%dela 
longitud 1=49 ,.... 1-68 1=60 

de las series n-19 n=l9 n=59 n=M 
contenida h◄.3 1,=9.6 l,◄.3 11◄.6 

en elvatrón 
SP==46 SP=41 Sp=36 SP=30 

lgp=lS% 38.8% 40.6% 39.5% 37% 

SP=36 SP=30 SP=22 SP=l4 
lgp=l0-/4 35.6% 39.5% 34.7% 27.5% 

SP=35 SP=28 SP=6 SP=7 
lgp=15% 35.6% 38% 24.2% 26.8% 

Según este planteamiento, el proceso de extracción de extremos para la 

posterior obtención de la representación TA, vendrá determinado por los valores 

del,lgpyh. 

Para poder evaluar el impacto que produce la variación de éstos parámetros se 

han programado unas pruebas con el objetivo de obtener algo de información 

sobre la interrelación existente entre ellos. 

La serie utilizada para generar estas bases de datos es la cotización minuto a 

minuto de Ebay correspondiente al período que va desde el 11/11/2002 al 

12/9/2003. 
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Si se determinan para la variable / los valores (40º90,180,360), en realidad 

estaremos utilizando una ventana temporal que equivale a aproximadamente 

media hora, hora y media, kes horas y un día de cotizaciónº 

Una vez determinados los valores para /, era necesario seleccionar unos 

valores para la variable h que permitiesen extraer ciertas conclusionesº Los 

valores de h estudiados serán h=(0º6,9º~'L4)º 

Quedan. por determinar los valores que se desean asignar a la variable lgpº Los 

valores seleccionados para este parámetro DO son muy restrictivos, lgp = (15%, 

200/4 , 25% )o 

Considerando todas las cmnhinaciones posibles entre los tres parámetros 

mencionados, el número de hases de .tos a tratar asciende a 36º 

En las pmehas realizadas, el número de subsecuencias consideradas será en 

todos los casos fijo, n=259 siendo el desplazamiento empleatio en el proceso de 

extraccióa variaole en Ñllcién de la lootilud de las series, d=l/4º 

Un vez generadas las 36 bases de datos y extraíoos los extremos, se ha llevado 

a cabo el posterior proceso de representaciónº Ot,tenida la representacióa TA para 

cada serie, es posible o&servar ciertos aspectos DO considerados hasta el momento, 

tales como el fflÍmero medio de extremos encontrado en cada hase de datos o el 

coeficiente de variación del número de extremosº 

Los resultados se muestran en la figura 530º El número medio de extremos va 

decreciendo, tal como era previsible, según aumenta el valor del parámetro de 

suavizadoº 
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Figura 5. 30. Número medio de extremos teniendo en cuenta distintos valores de h y I . 

En lo que respecta al coeficiente de variación del número de extremos, es más 

estable en las bases de datos con series más largas, presentando valores mayores 

en las series más cortas, tal como es posible ver en la figura 5 .31 . 

Coeficiente de variación del número de extremos 

0,4 _...... 
0,3 - ~1=40 ... - - 1=90 
0,2 -

~ . 11:'.:, 1=180 
0,1 

_;;,.__ 

...... 1=360 
o 

h=0.6 h=0.9 h=1.4 

Figura 5. 31. Coeficiente de variación del número de extremos. 

Una vez extraídos los extremos y detectados los patrones, es posible evaluar el 

número medio de patrones encontrado para cada base de datos. 
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Sabemos, por lo dicho anteriormente, que, hay series que presentan más de un 

patrón, pero sabemos que también es posible que haya series que ni siquiera 

tengan cinco extremos. 

El número medio de paifones se calculará, por lo tanto, sumando el numero de 

patrones encontrado en cada base de datos, teniendo en cuenta que hay series que 

presentan más de un pavón y teniendo en cuenta todos ellos y dividiendo dicha 

cantidad por el número de series que tienen más de cinco extremos. No se 

consideran, para el cálculo de dicha media, las series que tengan menos de cinco 

extremos, puesto que en dichos casos es imposible detectar la presencia de ningún 

patrón. Los algoritmos de clmtering que se utilizarán posterionnente se 

beneítciarán del hecho de que se hayan borrado dichos casos. Estos se podrían 

considerar separadamente como pertenecientes a otra clase. ElimifflH' clichos casos 

nos @frece la posibiWad de seguir estudiando al resto. 

Ea las fi~ 5.32 y 5.33 es posible observar los resultados encontrados a lo 

largo de las 36 bases de datos consideradas. 

Es destacable la cliferencia que presentan los resultaoos Obtenidos para valores 

de 1=40 con respecto a los resultados obtenidos para el resto de las longimdes. En 

estas series, el número medio de patrones para h=0.6 es superior al número medio 

de patrones para otros valores (h=0.9 y h=l.4) para los valores de lgp= 15% y 

/gp=20%, manteniéndose los valores muy parecidos para lgp=25%. 

Según vamos aumentando la longitud de las series, /, esto no volverá a suceder, 

el número medio de patrones se mantendrá por encima del resto cuando h=l.4. 
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Como conclusión podemos decir que, a pesar de que con valores de h más 

pequeños obtenemos más extremos, ello no contribuye a que en dicha serie se 

encuentren más patrones. Se podría concluir que muchos de los extremos 

extraídos impiden ver el patrón subyacente. 

Los resultados obtenidos para series de longitud /=360 son también bastante 

especiales. Para suavizados con h=0.6 y para restricciones de /gp=25% el número 

medio de patrones es en realidad muy cercano a O. No ha sido posible encontrar 

ningún patrón. 

El uso de un valor de h más grande permite salvar dicha dificultad permitiendo 

un mayor suavizado de la hase de datos. El mayor suavizado permite encontrar 

patrones que cumplan las restricciones impuestas para la longitud. 
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Figura 5. 32. 

1=40 

15% 20% 25% 

1 90 

0,15 0,2 0,25 

Número medio de patrones encontrados para 1=40,90, parámetro de suavizado h y 

mínima longitud de patrón lgp. 
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Figura 5. 33. 

l= 180 

15% 20% 25% 

I 360 

25% 

Número de patrones encontrados para /= 180,360, parámetro de suavizado h y 

mínima longitud de patrón lgp. 
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Además de las consideraciones realizadas sobre el número de extremos y el 

número de patrones, es importante considerar la calidad de la segmentación 

obtenida. El proceso de detección de extremos ha generado una segmentación de 

las series temporales una vez seleccionado el patrón adecuado para su 

representación TA. A la hora de evaluar la calidad de la segmentación obtenida, se 

ha considerado la desviación estándar de las longitudes de los segmentos. Los 

valores mostrados a continuación en las figuras 5.34 y 5.35 tienen en 

consideración las segmentación de una serie temporal sólo si contiene alguno de 

los patrones considerados. 

1=40 

7 .. I -..1 

6,5 
~ 

·~ 
~h=0.6 6 

5,5 - - h=0.9 
5 - - h = 1.4 

4,5 ~Mean 
4 

3,5 
15% 20% 25% 

1=90 

20 

18 ~h = 0.6 

16 
- h=0.9 

h = 1.4 

14 ~Mean 

12 
15% 20% 25% 

Figura 5. 34. Desviación estándar de las longitudes de los segmentos para distintos valores de 

/=40,90, lgp y h 
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l= 180 

40,5 

38,5 

36,5 ~h=0.6 

~ h=0.9 
34,5 

h = 1.4 
32,5 .,.Mean 
30,5 

28,5 

15% 20% 25% 

1=360 

90 

85 
80 ~h=0.6 

75 ~ h=0.9 

70 h = 1.4 

65 ~Mean 
60 

55 
15% 20% 25% 

Figura 5. 35. Desviación estándar de las longitudes de los segmentos para distintos valores de 

I= 180,360, lgp y h 

Según se puede observar en las anteriores dos figuras para /=40 Y /=90 las 

bases de datos con el parámetro de suavizado más grande son las que mantienen 

los tamaños de los segmentos más estables con respecto a la media. 
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En lo que respecta a 1=360, es .necesano recordar que no se encontraron 

patrones para h=0.6 y lgp=25% con la repercusión que ello tiene en la segunda de 

fas gráficas mostrada en la figura 5.35 donde para h=0.6 fa desviación estándar de 

la longitud de los segmentos cae a la media para /gp=25% . En realidad, en este 

caso no se han encontrado patrones y es imposible evaluar ia segmentación. 

Según la representación adoptada, TA, disponemos de los segmentos previos 

y posteriores a los patrones encontrados. Puesto que en e! análisis técnico éstos 

patrones adquieren un significado como predictores de un cierto comportamiento 

del mercado, la siguiente consideración realizada es uno evaluación de la 

capacidad predictiva de cada tipo de patrón. 

Los patrones utilizados se clasifican como pertenecientes a tres categorías: 

predictores de continuidad (TRlT, TRIB, RTOP, ltBOT), predictores de cambio 

de tendenc:m descendente a tendencia ascendente (HCHI, BBOT), y predictores de 

cambio de tendencia ascendente a tendencia descendente (HCH, BTOP). 

Para evaluar la cap~ddad predictiva de cada ooo de los patrones extraídos, se 

estudia la pendiente de ios movimientos observados antes y después de los 

patrones. 

En la figura 5 .36 observaremos el porcel'ltaje de éxito obtenido para cada 

categoría a lo largo de las 36 bases de datos. 
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Boxplot de la capacidad predictiva de los patrones encontrados a lo largo de las 36 

bases de datos consideradas. 

Una visión más detallada de la capacidad predictiva, según las restricciones 

impuestas para la duración del patrón, es la mostrada en la figura 5.37. 
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Figura 5. 37. 

% de éxito para lgp= 15% 

Continuidad ~ o 

Cambio de o ~ decreciente a 
decreciente 
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Boxplot de la capacidad predictiva de los patrones encontrados para los distintos 

valores de !gó=(15%,20%,25%). 
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CAPÍTUL06 

CLUSTERING DE SERIES TEMPORALES 

En este capítulo expiocaremos distintas medidas de la distancia prestando 

especial atención a los dusters generados por éstas. Los clusters obtenidos 

pennitinm recuperar las series más semejantes entre sí. Para la representación TA, 

estas semejanzas se obtendrán en base a la segmentación realizada, usando para 

ello la distancia DS, que medirá el grado de paralelismo de los segmentos que 

constituyen una serie temporal. Las series de datos económicos presentan 

características propias que las diferencian de otras series temporales desde el 

momento en el que pueden venir caracterizadas por unos cuantos puntos 

importantes, y presentan, además, características multiresolución desde el 

momento en el que puede interesarnos realizar un análisis a largo plazo o bien un 
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análisis a corto plazo puesto que los patrones de análisis técnico se repiten 

constantemente con distinta amplitud y/o duración. 

Distandas entre segmentos y §U uso en series que guardan patrones de 

análisis técnico 

En el anterior capítulo hemos visto cómo aproximar una secuencia mediante 

segmentos lineales. Además, será necesario utilizar tma medida de la distancia que 

nos permita resolver los problemas de minería de datos anteriormente planteados, 

fa búsqueda de subsecuencias similares, o e1 clustering, entre otros. La distan.cia 

Euclídea es una distancia sencilla y muy potente, pero que no es capaz de 

considerar que dos series temporales iguales desplazadas en el tiempo sean 

semejantes, aigo que seria deseable en el dominio que nos ocupa, donde dos series 

con la ocu."Tencia de un mismo patrón desplazado en el tiempo, pueden ser 

consideradas iguales. 

Extraeremos patrones que estarán constituidos por segmentos de distinta 

longitud, cosa que debemos tener en cuenta a la hora de calcular las distancias. La 

distancia planteada en (Keogh. 1998), a la que llamamos DS, es una distancia 

entre segmentos de la misma longitud. Las cotas inferiores de ADT son tarnbién 

distancias que se calculan entre segmentos de J.a misma longitud, de manera que, 

cuando dos segmentos a ser comparados no sean de la misma longitud será 

necesario realizar interpolación lineal para adecuar las longitudes de los 

segmentos. 
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En la figura 6.1 se dan tres series con distorsión en el eje temporal que nos 

servirán para posteriores pruebas. Los valores son los mostrados a continuación: 

s J=(0,0,0,0,0,0,0,0, 1,2,3,4,5,6, 7 ,8,9, 1 o, 11, 12, 13, 14, 15, 15, 14, 13, 12, 11, 10.9,8, 7 ,6,5,4,3,2, 1,0) 

s2=(0, l ,2,3,4,5,6, 7 ,8,9, 1 O, 11, 12, 13, 14, 15, 15, 14, 13, 12, 11, 10.9,8, 7,6,5,4,3,2, l ,0,0,0,0,0,0,0,0) 

s3=(0,0,0,0,0,0,0,1,2,3,4,5,6,7,8,9,10,11, 12,13,14,15,15, 15,15, 14,13, 12, 11, 10.9,8, 7,6,5,4,3,2, 1) 

s1 ,s2 y s3 presentan distorsión en el eje temporal 

o 10 20 30 40 

Figura 6. 1. Tres series, si, s2, s3 que presentan distorsión en el eje temporal. 

Usando la base de datos IGBM, en las siguientes dos gráficas se muestran las 

subsecuencias más parecidas a una serie dada usando la distancia ADT y la 

distancia DS sobre la representación TA respectivamente. 
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Figura 6. 2. Una serie de la base de datos y las 4 series más parecidas a la serie dada encontradas en la base de datos 

usando como distancia ADT. 

Figura 6. 3. Una serie de la base de datos en la representación TA y las 4 series más parecidas a la serie dada(también en 

la representación TA) encontradas en la base de datos usando para ello DS. 
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Distancia entre seimentos 

Definimos la similitud entre dos segmentos, de la misma longitud y alineados, 

según la medida de la similitud propuesta en (Keogh. 1998) . 

y 

.. 

----------4t 1-----:-.--- - - - - -

.... 

X 

Figura 6. 4. llepresentación gráfica de la meditia de la similitud entre segmentos propuesta en (Keogh, Eamonn 1991! ). 

Dados dos segmentos representados por las coordenadas del punto inicial y las 

coordenadas del punto final: 

Á =< (Y1,X1 ), (y2,X2) > 

B =< (y/ ,x/ ),(y/ ,x/) > 

Una medida sopesada de la distancia entre los puntos correspondientes a dichos 

segmentos será la definida según (83). AW y BW serán los pesos asignados a los 

segmentos A y B respectivamente. 

(83) DS(A,B) = AW* BW* 1 (y1 - y/ )-(y2 - y/) 1 
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La distancia dada cwnple las siguientes propíedades: 

@ DS{A,A)=O, 

;, DS(A,B) = DS(B,A). 

"" DS(A,B) = O si y sólo si A= B o A y B están desplazados entre sí en el 

eje x o A y B están desplazados entre sí en el eje y. 

Usando las series sl,s2,s3, dadas en la figura 6.1, se obtienen otras tres series 

con una representación lineal a trnt1":<0S a los que denominaremos SI, S2 y S3. Se 

guarda información de 4 segmentos contenidos efl cada serie. Para cada segme11to, 

será necesario almacenar cmidrnpit1S del tipo (valor inicial, posición inicial, valor 

final, posición final) pero es posible que, el segundo segmento y subsiguientes, 

busquen su valor y posición inicial en el valor y posición final del anterior 

segmeiito. De esta manera, tendremos las representaciones mostradas en la tabla 

6. La representación gráfica correspondiente será la mostrada en la figura 6.5. 

Tabla. 6. Segmentación de las series sl, s2, s3 dadas en !a figura 6. l. Los valores mostrados son pares: 

en negrita el valor y a continuación la posición .. 

sJ=(<0,0>,<0,8>,<15,25>,<15,26>,<0,39>) 
s2=(<0,0>,<15,16>,<15,17>,<0,32>,<9,39>) 
s3=(<0,0>,<0,7>,<15,23>,<15,24>,<0,39>) 
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Figura 6. 5. Tres series, si ,s2 y s3 y su división en segmentos. 
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Para el cálculo de la distancia, los segmentos deben tener la misma longitud y 

estar alineados. Para conseguirlo, se utilizará la interpolación lineal. Si 

disponemos de dos segmentos: 

7 

6 

5 

4 

3 

Queremos obtener: 

Segmentos de distintas longitudes 

Figura 6. 6. Dos segmentos de distinta longitud. 

Una alternativa será estirar los segmentos a izquierda y a derecha hasta que 

ambos tengan la misma longitud. Una vez realizada la interpolación, tendremos 

que (84) es cierto. 
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6 
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4 

3 

Interpolación a izquierda y a derecha 

Figura 6. 7. Los dos segmentos de la figura anterior después de interpolar a la izquierda y a la derecha .. 

La segunda posibilidad es la de ajustar los segmentos a la derecha, sin 

interpolar, según (85), y en lo que respecta a la izquierda, se interpolará hasta que 

los segmentos tengan la misma longitud y (86) sea cierto. 

si 
(85) 

si 

7 

6 

5 

4 

3 

2 

entonces 

entonces 

Interpolación a izquierda 

y 

y 

Figura 6. 8. Los dos segmentos de la figura 6.6 después de ajustar a la derecha e interpolar a la izquierda. 
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Siem_pre que tenemos uJ1a representación mediante segmentos line,ales 

podemos pensar en la posibilidad de determinar los pesos de los segmentos, Eí 

sopesado de los segmentos es un problema dificil de resolver automáticamente. 

En este caso, el sopesado se realiza de la siguiente manera, se mira el quartil en el 

que se sitúa cada segmento en función de la longitud de su proyección en el eje x, 

teniendo presentes todos los segmentos mediante los cuales se vaya a representar 

la serie temporal. A continuación, los pesos para cada segmento se calcularán en 

función de lo mostrado en la tabla 7. 

Tabfaº 7º P1:so adjudicado a cada segmento según el qlli!rtii al que pertenezca su longitudº 

Ln~tud del siet.:me1tto = /Js p~ 
is< c¡l ' 0.5 

ql < Is< q2 0.9 
q2 <ls< q3 1 ' l.! 

q4< Is 1.3 

En la tabla 8 es posible observar el resultado del sopesado para las tres series 

sl, s2 y s3. A continuación, en la figura 6.9, el dendrograma correspondiente al 

dustering jerárquico de dichas series, usando como distancia DS con sopesado. 

Utilizaremos dendmgramas para apreciar y evaluar mejor el efecto producido 

por las similitudes dadas. 

La similitud entre dos objetos en un dendrogrruna es representado como la 

altura del nodo más bajo que ambos nodos comparten y es un.a buena henamienta 

puesto que un dendrograma poco intuitivo nos hará desconfiar de la medida de la 

similitud utilizada. 
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s2 
s3 

30 

20 

10 

o 

Tabla. 8. 

Longitudes 
seementos 
8, 17, 1, 13 
16, 1, 15, 7 
7, 16, 1, 15 

2 

Pesos obtenidos para los segmentos extraídos de si, s2 y s3 dados en la tabla 6 . 

Quartiles Pesos 
25% 50% 75% 100% wl wl w3 w4 

6 10 14 17 0.9 1.5 0.5 1.1 
6 11 15 16 1.5 0.5 1.3 0.9 
6 11 15 16 0.9 1.5 0.5 1.3 

31.5 
o 
31.5 

3 

Figura 6. 9. Clustering jerárquico de las series de si, s2 y s3 usando DS con sopesado. 

Utilizando la distancia definida en (83) y sopesando los segmentos según el 

criterio dado en la tabla 8, se han obtenido dos ejemplos de las series más 

similares entre sí de la base de datos IGBM. Se muestran, a continuación, en la 

figura 6.1 O. 

Senes semejantes en la representación TA segun distancia entre segmentos Series seme}antes en la representación TA segun distancia entre segmentos 

Figura 6. I O. Series semejantes según la distancia dada en la figura 6.4, sopesando los segmentos en base al criterio dado 

en la tabla 7. 
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Distancia con alineación temporal: ADT 

Las distancias que permiten u.na distorsión en el eje temporal son aplicables 

también a datos financieros desde el momento en el que secuencias de stock con 

las mismas subidas o picos, y las rr.rismas bajadas o valies pueden ser consideradas 

iguales con independencia de las diferentes escalas temporales. Este tipo de 

distancias alinearán los picos y las bajadas tanto como sea posible, expandiendo y 

contrayendo el eje temporal en la medida en la que sea necesario. Será, por lo 

tanto, una distancia buena a la hora de comparar secuencias de stocks. La 

distancia que contempla la distorsión en el eje temporal es la mencionada en el 

capítulo 4 y se vuelve a reproducir en (84) : 

~/ 
~(::wk / 

(87) ADT(A,B) = min /k 

Según esta distancia, utilizando las tres series sl,s2 y s3 dadas en la figura 6.1, 

obtendremos el siguiente dendrograma: 

0.06 

0.04 

0.02 

o.o 

2 

ADT(sl,s2) 
ADT(sl,s3) 
ADT(s2,s3) 

0/39=0 
1/46=0.022 
2.83/39=0.073 

Figura 6. 11. Clustering jerárquico de fas series sJ, s2 y s3 usando 1a distancia de alinear.ni.en.to temp{JraL 
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Figura 6. 12. Series de longitud 40, semejantes según ADT , extraídas de la matriz da datos obtenida del Índice general de 

la bolsa de Madrid, suavizadas con h=0.3. 

Distancia con alineación temporal entre segmentos 

Es posible calcular la distancia de alineamiento entre representaciones 

aproximadas de las series temporales. Puede calcularse la distancia de 

alineamiento entre series aproximadas mediante segmentos o bien aproximando la 

serie mediante los segmentos obtenidos usando los primeros coeficientes de la 

transformada wavelet. En (Keogh. 1999b) se optó por la primera de las 

alternativas. 

Dados dos segmentos A y B determinados por dos puntos cada uno: 

Á =< (y1,X1),(Y2,X2) > 

B =< (y¡',x¡' ),(y/,x/) > 

Se utilizó la distancia entre dos segmentos dada en (87) para poder encontrar 

la distancia de alineamiento entre series representadas mediante segmentos. La 

distancia usada en el mencionado trabajo durante el camino de alineamiento, es 

una distancia entre segmentos y viene dada en (88). 
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Si se desean comparar los resultados obtenidos mediante la distancia ADT y la 

distancia ADTS, se ha de normalizar la distancia, dividiéndola por la longitud del 

camino de alineamiento. De esta manera, las distancias de los dos caminos, el 

camino de alineación original y el camino de alineación entre segmentos, serán 

comparables. Los resultados obtenidos para las tres series si, s2 y s3 son los 

mostrados en la siguiente tabla: 

ADTS(sl,s2) 0.119 

ADTS(sl,s3) 0.008 

ADTS(s2,s3) o 

Figura 6. 13. Series más semejantes, encontradas en IGBM, según la distancia con alineación temporal entre segmentos 

SADT usada en la representación TA. 

ADT : Banda de Sakoe-Chiba 

La banda de Salme-Chiba es un mecanismo que se utiliza para permitir sólo 

una cierta distorsión en el eje temporal, la determinada por el parámetro r. Se 

define una banda alrededor de la diagonal de la matriz de alineamiento con ancho 

que vendrá determinado por r y no se permiten distorsiones entre dos series que 

188 



queden fuera de la banda .En la tabla 9 es posible observar el aspecto de la matriz 

de alineamiento para una banda de ancho r=4. 

Tabla. 9. Banda de Salme-Chiba. 

1 2 

A continuación, podemos ver el efecto que el uso del parámetro r puede tener 

en el cálculo de fas distancia. La tabla l O muestra información de los 5 pares de 

subsecuencias de longitud 64 más parecidas encontradas en IGBM, según ADT 

calculada sin restricciones, con r=20, con r-10 y con r=4. Los números mostrados 

corresponden a los números de fila ocupadas por las series. El cálculo sin 

restricciones difiere mucho en los resultados del cálculo con r=20. La diferencia 

no es tan notoria para valores más restrictivos de r. 

T~.bla. l O. Número de fila de los cinco pares de subsecuencias más semejantes encontradas en IGBM, 

sin restricciones, con ,= 20, r= 1 O y r=4. 

Sin 
restricciones =20 x=lO r=4 

{52, 57} { 4' 26} {4, 26} {4, 26) 
[ 4, 79} { 4, 47] {4, 47} {4, 47} 
{l, 44} (41, 52) (41, 52} {41, 52} 

{ 66, 79 l {23, 24) {23, 24) {23, 24) 
{ 2 6, 66] { 41, 89} {41, 89 l {15r 80} 
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Sedes semejantes segun DTW para r-10 Series semejantes IE9Jn DTW para r=4 

Figura 6. 14. Series semejantes según ADT con distintos anchos de banda(r= 1 O y r=4). Las series están extraídas de 

IGBM. 

Donde sí es posible apreciar las diferencias existentes en los resultados 

ofrecidos por la distancia ADT en función del valor de r empleado, tomando 

como referencia la misma base de datos, es al consultar las series más distintas 

entre sí. Los resultados se muestran en la tabla 11. 

Tabla. 11. Tabla con el número de fila ocupada por los pares de series mas distintas según ADT para 

r=20, r=IO, r=4. 

Sin 
restricciones r=20 r=10 r=4 

{ 7 , 34) {5, 72) { 5, 51) { 69 , 81) 
{18, 34) {47, 72) {31, 57) { 8 , 41) 
{ 11 , 34) {34, 59) { 69, 81) { 8 , 51) 
{51, 79) {47, 51) {38, 51) {41, 44) 
{37, 60) { 72, 79) {5 , 48) {5 , 87) 

ADT: Banda de Sakoe-Chiba distorsionada 

Junto con el paralelogramo de ltakura, la banda de Sakoe-Chiba ha sido uno de 

los mecanismos utilizados para rebajar el tiempo de cálculo requerido de ADT. En 

(Ratanamahatana and Keogh. 2004) se ha utilizado esta banda distorsionada. Si 
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disponemos de las dos series dadas en !a tabla 12, y si calculamos la matriz de 

distancia con alineación en el eje temporal (sin nmmalizar), tendremos la matriz 

de alineamiento dada en fa tabla 13. 

Tabla 12. Dos s~ries ejen1p1o con distorsión en e! eje temporal 

(2,2,2,2,4,4,4,4,8 
2,4,4,4,4,4,4,4,4 

Tabla. 13. I\.i:atriz de distancias de slinean:riento para las dos series dad.a.sen la tabla 12. 

1 l 3 4 5 ., 'i i 9 
1 o 4 8 12 Hí 20 24 28 32 
2 o 4 8 12 16 20 24 28 32 
3 o 4 8 12 16 20 24 28 32 
,¡ o 4 !l 12 16 20 24 28 32 
!i 4 o o o o o o o o 
® 8 o o o o o o o o 
7 12 o o o o o o o o 
{! 16 o o o o o o o o 
9 52 16 16 16 16 l6 16 16 16 

Utilizando una banda de Sakoe-Chiba distorsionada donde los anchos de banda 

permitidos sean r=(3,0,3) para los intervalos i=(<l.4>,<5,6>,<7,9>) podemos 

obtener la matriz de alineamiento dada en la tabla 14. 

Tabla. 14. Matriz de distancias de alineamiento para las dos series dadas en el tabla 12 con anchos de 

banda permitidos r=(0,3,0) para los intervalos i=(<l.4>,<5,6>,<7,9>) 
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Dadas las tres series mostradas en la figura 6.13, en la tabla 15 se puede ver la 

repercusión que puede tener la selección de valor para el ancho de banda en el 

cálculo de la distancia entre series. 

Tres series temporales: Serie], Serie2 y Serie3 

20 40 60 eo 

Serief 
Serie2 

- Serie3 

100 120 

Figura 6. 15. Tres series temporales, Serie}, Serie2 y Serie3. 

Tabla. 15. Distancias obtenidas para las series Serie 1, Serie2 y Serie3 usando la banda de Sakoe-Chiba 

para ADT, sin restricciones, con r=(20,10,20) en los intervalos i=(60,80,l l 7) y con 

r=(20,5,20) en los mismos intervalos . 

Sin r=( 20,10,20) r=( 20,5,20) 
restricciones i=(60,80,117) i=(60,80,117) 

ADT(Seriel,Serie2) 0.017 0.019 0.019 
ADT(Seriel,Serie3) 0.004 0.019 0.023 
ADT(Serie2,Serie3) 0.020 0.031 0.042 

Distancia con alineación dinámica temporal: cotas inferiores 

Puesto que ADT es una distancia costosa de calcular se han definido cotas 

inferiores de esta distancia. La cota inferior puede ser usada para mejorar los 
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rastreos en las búsquedas por contenidos. Se calcula la cota inferior de la distancia 

y, si el valor obtenido es mayor que la mejor distancia calculada hasta el 

momento, podemos abandonar definitivamente dicha serie y pasar a la siguiente. 

Si en el rastreo, la cota inferior para una cierta distancia resulta ser mejor que la 

mejor distancia calculada hasta el momento, pasaremos a calcular la distancia de 

alineamiento real entre las dos series.Una de las cotas inferiores de la distancia 

ADT mas utilizadas es LB_ keogh, tal como mencionaba en el capítulo 4. Dicha 

cota inferior se basa en la banda de Sakoe-Chiba. Es necesario definir el valor del 

parámetro r, encargado de determinar cuanto se desviará el camino de la diagonal. 

Se evitarán todos aquellos caminos donde la distancia a la diagonal supere el valor 

de r. Para cada serie obtendremos dos series que la envuelven, una por arriba y 

otra por abajo: 

Serie a y envoltura superior e inferior para r-3 Serie a y enwltura superior e inferior para 

Figura 6. 16. Una serie a y sus envolturas, superior e inferior, para dos valores de r distintos. 

Se muestran, a continuación, dos series similares según LB_ keogh, las 

envolturas superior e inferior para la primera de ellas y la segunda serie graficada 

entre las envolturas de la primera. 
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Series similares segun Lb_Keogh 

-- Serie1 
-- Serie2 

-2.,_ ___________________ ...., 

10 20 30 40 

Serie1 y banda superior (bssU) e inferior(bssl) (con r-4) 

10 20 30 40 

Banda superior(bssU) e inferior(bssl) para Serie1(con r-4) y Serie2 

- basU 
-- Serie2 

-1 

10 20 30 40 

Figura 6. 17. Series semejantes según LB_ Keogh con r-30 y las envolturas superiores e inferiores para las dos series .. 
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Comparando clusters 

Un clustering C es una partición de un conjunto de datos D en conjuntos 

C1 , C2 , .... ,Ck, llamados clusters, de manera que (89) sea cierto. 

Si el número de puntos en D es n y nk en Ck se cumplirá (90). 

(90) n = ""K n 
LJk=I k 

Asumiendo que n k > O podemos contemplar un segundo clusrering sobre los 

mismos datos D, al que denominaremos C' = {C;,c;, .... ,c;J con tamaños de 

clusrers n; y con número de clusters que pueden ser distintos en C y C' . 

Para poder comparar los dos clusters podemos utilizar la matriz de confusión o 

tabla de contingencias de los pares C, C' . 

La tabla de contingencias M, es una matriz de k x k' donde el elemento (k,k) 

de la matriz es el número de puntos en la intersección de los clusters Ck de C y 

e; de C'. Podemos expresarlo según (91). 
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"'· 'r---,-----,----.-~.---~--,---~---.~ 
• n 

10 20 30 40 

.,_ 
o 

61.o 

'º 20 30 40 

Figura 6. 18. Cinco elementos de 3 clusters distintos obtenidos usando DS sobre la representación TA. Se muestran series 

originales y sus correspondientes representaciones TA. 
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Una de las posibilidades al comparar clusters es la de contar los pares de 

puntos para los cuales dos clusters coinciden o no coinciden. Cada par de puntos 

de D, puede estar en cuatro situaciones tal como se refleja en la siguiente tabla. 

Tabla. 16. Dada una matriz de series temporales D y dos clusterings C y C' sobre D. Cada par de series 

o puntos pueden encontrarse en una de las cuatro situaciones mostradas. 

N11= número de están en el mismo cluster en C en C'. 

Los anteriores cuatro valores siempre cumplen la igualdad mostrada en (92): 

Utilizando los dos criterios asimétricos formulados en (93) y (94), Fowlcles y 

Mallows (Fowlcles, E.B. 1983; ) introdujeron un criterio simétrico mostrado en 

(95) que será la media geométrica de W¡ y Wu . 
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Podemos también usar el índice de Jacard (Ben-hur, Asa 2002; ) mostrado en 

(96): 

A lo largo de la tesis se han considerado distancias con distorsión en el eje 

temporal y distancias sin distorsión en el eje temporal. La distancia DS podrían 

compararse tanto a una distancia que no contempla distorsión en el eje temporal, 

tal es el caso de la Euclídea, como a una distancia tal como la cota inferior 

LB_ Keogh. A continuación podemos ver expresadas gráficamente las propiedades 

de la distancia utilizada para medir la similitud entre segmentos: DS. 

Figura 6. 19. Propiedades de la distancia DS representadas gráficamente. Las figuras mostradas en negro y en rojo siguen 

siendo similares según DS. 
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Estas propiedades hacen que dicha distancia sea más versátil que la distancia 

Euclídea a la hora de permitir ciertos movimientos sobre el eje de las x y el eje de 

las y, preservando las similitudes. 

A pesar de que dichas propiedades resulten interesantes a la hora de buscar 

semejanzas entre series temporales que guardan patrones de análisis técnico, no 

llegan a ser tan completas como las propiedades de la distancia ADT. Las series 

mostradas en la gráfica 6.20 son las mismas series dadas en la figura 4.1 y son 

similares según ADT pero no según DS. 

ol,.:=;;:=. _________ ..::;::;:=':.J 
o 10 20 30 40 

Figura 6. 20. Dos series similares según ADT pero no según DS. 

Con el objetivo de observar las semejanzas entre los clusters obtenidos 

utilizando estas distancias, se ha utilizado el comando hclust de S-plus que genera 

clustering jerárquico. Se comparan los clusters obtenidos utilizando la distancia 

Euclídea con los clusters obtenidos utilizando la distancia DS sobre la 
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representación TA. Al utilizar la distancia DS, sólo se usan los segmentos que 

constituyen el patrón, no se han tenido en cuenta el segmento inicial y el final. 

Los dendrop-amas obtenidos se han cortado a distintas alturas, coincidiendo 

cada altura con distinto número de clusters. Se han coosideraoo los siguientes 

valores para el número de clusters, k=3,5, 7 ,9, 11. Las pruebas se han realizado 

sobre las 36 bases de datos mencionadas en el anterior capítulo. 

Se muestran, en una misma gráfica, similtiudes entre clusters obtenidos 

mediante la distancia DS para representaciones TA con distintos ratios de 

compresión. En el caso de las series de longitud 40, el ratio de compresión es 

Ratio compresión = Q = 0,3 . Esta será la longitud con menor ratio 4e compresión, en 
40 

el caso de las series de longi..t 360, el Ratio compresión = ~ = 0,03 . 
360 
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Euclidea-DS 
........,....., 

0.6 

0.5 

0.4 '----'--' ........,....., 

0.3 
!! 

~ 

'----'--' ~ 

'----'----' =S 0.2 '----'--' 
'----'----' 

k=3 k=5 k=7 k=9 k=ll 

LB_ Keogh-DS 

.--,--, 

0.6 

0.5 

0.4 '----'--' T 

0.3 ........,....., 
'----'--' el .-,------, 

'----'--' r---y---1 

0.2 '----'--' = '----'----' 

k=3 k=5 k=7 k=9 k=ll 

Figura 6. 21. Similitudes entre los clusters obtenidos con la distancia Euclídea y los clusters obtenidos con OS teniendo 

en cuenta el criterio de F owkles y Mallows. Los resultados se muestran para distinto número de clusters 

k=(3,5,7,9,11). 
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Euclídea-OS 

0.30 

0.25 
..-,---, 

0.20 

0.15 

0.10 
~ ..-,---, 

0.05 ......i......., ..-,---, 

~ 
¡==;==; 

......i......., ~ 

o.o k=3 k=5 k=7 k=9 k=ll 

LB_ Keogh-DS 
..-,---, 

0.30 

0.25 

0.20 
.........,..., 

0.15 

0.10 .........,..., 

......i......., 
..-,---, 

0.05 !!! ..-,---, 
......i......., ~ ~ ~ 

o.o k=3 k=5 k=7 k=9 k=ll 

Figura 6. 22. Similitudes entre los clusters obtenidos con la distancia Euclídea y los clusters obtenidos con DS teniendo 

en cuenta el criterio de Jacard, mostrando los resultados para distinto número de clusters k=(3,5,7,9,l l). 
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Además de comparar los clusters por recuento de pares, podemos comparar 

clusters atendiendo al criterio de coincidencia de conjuntos. Estos criterios miran 

sólo a la cardinalidad de los conjuntos, sin hacer ninguna asunción acerca de 

cómo han sido generados los clusters. 

Dados dos clusters C = C1, ... ,Ck y C' = c;, .. ,c; , la similitud entre ambos 

se obtiene calculando inicialmente una similitud entre cada par de clusters C;, C j 

según (94) para pasar, a continuación, al cálculo de la similitud entre C y C' 

según (95). 

, ( ~max j Sim(C;,Cj°)) 
(98) Sim( C,C ) = --'--1 --k------'-

La medida de la similitud entre clusters planteada en (95) es un criterio 

asimétrico. Los datos mostrados son los obtenidos para las mismas bases de datos 

empleadas para los anteriores criterios y las similitudes mostradas son 

,respectivamente, la similitud entre los clusters obtenidos para la distancia 

Euclídea con respecto a los clusters obtenidos usando la distancia DS en los 

segmentos que constituyen el patrón, y los clusters obtenidos usando la distancia 

de la cota inferior de la distancia con alineamiento temporal denominada 

LB_ Keogh con respecto a los clusters obtenidos con la distancia DS. 
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Euclídea-OS 
,.......,....., 

0.45 

0.40 '---'---' 

0.35 ....-,--, 

= ~ 0.3 '-----'----' ....-,--, 

0.25 '---'---' 
¡ 

'-----'----' 

0.20 '-----'----' 

k=3 k=5 k=7 k=9 k=ll 

LB_ Keogh-DS 
....-,--, 

11 
0.45 

'-----'----' 
0.40 

....-,--, 

0.35 ,......,......, .......,....., 

0.30 
~ ,.......,....., 
'---'---' 

1 0.25 
!!! 1 '-----'----' 

'-----'----' '-----'----' 0.20 
k =3 k =5 k =7 k=9 k =ll 

Figura 6. 23. Similitudes entre los clusters obtenidos con la distancia Euclídea y los clusters obtenidos con DS teniendo 

en cuenta el criterio de la coincidencia entre conjuntos y observando los resultados para distinto número de 

clusters k=(3,5, 7,9,11). 
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La aportación realizada por la representación y posterior uso de la distancia DS 

es la de introducir un nuevo criterio a la hora de buscar semejanzas, el criterio de 

la semejanza entre patrones de análisis técnico calculado según la distancia entre 

los segmentos constituyentes de estos patrones. Los resultados correspondientes a 

las comparativas entre clusters han sido bastante parecidos, tanto en el caso de la 

distancia que permite el alineamiento temporal, como en el caso de la distancia 

Euclídea. Sólo en algunos casos, la comparativa de los clusters generados 

mediante DS con los clusters obtenidos mediante ADT, ha devuelto resultados 

mejores que los obtenidos usando distancia Euclídea. A ello contribuye una 

propiedad de la distancia que hace que dos segmentos paralelos pero desplazados 

en el eje de las x resulten semejantes. La representación TA permite la detmición 

de otras distancias, tal es el caso del trabajo mostrado en (Basagoiti and Juaristi. 

2006). La misma representación TA se usa, en este trabajo, con una distancia 

definida mediante una banda que rodea cada segmento. Esta banda está definida 

utilizando el mejor harmónico para cada segmento. 
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Figura 6. 24. La representación TA y el mejor harmónico trazado sobre cada segmento de la representación. 

La distancia entre los segmentos A y C calculada en función de la banda 

trazada alrededor de cada segmento, según se muestra en la figura 6.25 se calcula 

según (99). En dicha expresión A W y CW corresponden a los pesos asignados a 

los segmentos A y C respectivamente. Amp 1 y Amp2 corresponden a la amplitud 

de la banda trazada alrededor de A y C respectivamente. 

DB(A,C) = AW *CW* 1 (l'¡1-l'¡)-(Y;-Y2 ) 1 + 
(99) 

AW * CW* 1 Ampl-Amp2 I 
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Serie A 

r y',J 

(x ¡,y¡) 

Serie e Ampl {----=~~""---~y¡ 

Figura 6. 25. El mejor armónico trazado sobre cada segmento de la representación TA. 

Las propiedades de esta distancia son básicamente las mismas que las de la 

distancia DS pero toma en consideración el hecho de que las series sobre las 

cuales se hayan trazado los segmentos puedan fluctuar de distinta manera 

alrededor de dichos segmentos. En el caso de que las amplitudes fuesen distintas 

DB considera a las series distintas entre sí. Es por ello, una distancia más 

restrictiva que DS pues ésta no considera las fluctuaciones de la serie original 

alrededor del segmento trazado. 

Por ser más restrictiva que DS, tampoco considera similares a series que 

presenten entre sí escalado longitudinal. Los resultados de la comparación de los 

clusters obtenidos según esta distancia con respecto a los clusters obtenidos según 

distancia Euclídea y LB_ Keogh se muestran a continuación en la figura 6.27 . 
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Figura 6. 26. Propiedades de la distancia DB representadas gráficamente. Las figuras mostradas en negro y en rojo siguen 

siendo similares según DB. 

10 

10 

9. 

10 20 30 40 50 60 

10 20 30 40 60 

Figura 6. 27. Series similares según distancia DB. 
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Euclídea-DB 
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Figura 6. 28. Similitudes entre los clusters obtenidos usando DB y los clusters obtenidos mediante distancia Euclídea y 

LB_ Keogh. La similitud entre clusters se ha definido según (98). 
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L 

A continuación se muestran las similitudes entre los mismos clusters según 

(95) y (96) respectivamente. 

Euclídea-DB 
0.6 

0.5 
T 

0.4 

0.3 ~-~ 

,......,....., 
..___¡__, ,......,....., 

0.2 ..___¡__, 
..___¡__, 

..___¡__, 

k =3 k =5 k =7 k =9 k =11 

LB_Keogh-DB 
0.6 ,......,....., 

0.5 

0.4 
; 
~ 

0.3 !i ,......,....., 
..___¡__, 

~-~ 

0.2 ..___¡__, 
~ 

..___¡__, 

k =3 k =5 k =7 k =9 k =11 

Figura 6. 29. Similitudes entre los clusters obtenidos usando DB y los clusters obtenidos mediante distancia Euclídea y 

LB_ Keogh. La similitud entre clusters se ha definido según (95). 
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Figura 6. 30. Similitudes entre los clusters obtenidos usando DB y los clusters obtenidos mediante distancia Euclídea y 

LB_ Keogh. La similitud entre clusters se ha definido según (96). 
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Por lo que se puede comprobar en las graficas correspondientes a las 

comparativas entre clusters obtenidos mediante DB con respecto a los clusters 

ol,tenidos con distancia Eudidea y LB_ Keogh, los resultado no mejoran los 

ol,tenidos para la distancia DS. 

Cudusiones parciales 

Ames de exponer las conclusiones parciales correspondientes a la comparativa 

entre las distintas medidas de la distancia utilizadas, podemos recordar las 

ventajas y desventajas de cada una de éstas. 

La distancia Euclídea es una distancia simple y rápida de calcular, exige UB. 

tiempo de cálculo lineal en función de la longitud de la series temporal. Además, 

puede ser utilizada en la generación de DR mdice junto con muchas de las técnicas 

de reducción de la dimensionalic.tad mencionadas en el capítulo 3. Es, de todas 

maneras, una distancia poco ftexiWe y IB'IIY sensible a outliers, al ruido y a los 

desplazamientos a lo largo del eje de las x. 

La distancia de alineamiento temporal, ADT, supone una mejora con respecto a 

la anterior puesto que permite desplazamiento en el eje de las x, aunque tiene un 

tiempo de cálculo prohibitivo para ser usado en grandes bases de datos. Es posible 

sortear la complejidad inherente al cálculo de la distancia usando cotas inferiores. 

Sigue siendo una distancia sensible a outliers. 

La distancia DS es una distancia que requiere un tiempo lineal en función del 

número de segmentos utilizados para la representación de la serie temporal. No es 
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sensible a outliers siempre que la representación mediante segmentos lineales no 

esté sujeta a ellos, y permite desplazamientos en el eje de las x y en el eje de las y. 

Como cualquier otra representación basada en segmentos lineales permite el 

sopesado de los segmentos para el cálculo de la distancia. 

La distancia DB es una distancia que comparte todos los atributos de la 

distancia DS, pero, además, pretende ser una distancia más específica al tomar en 

consideración como parte integrante de dicha distancia una banda, definida en 

función de las amplitudes de los h.annónicos. 

Se han utilizado a lo largo de este capítulo distintas distancias para obtener 

sucesivos clusterings y se han comparado éstos entre sí para poder tener un 

criterio objetivo de la repercusión del uso de la representación TA y sucesivas 

distancias (DS, DB) definidas sobre ella. 

Según los resultados obtenidos, la distancia DS usada sobre la representación 

TA ofrece unos resullados 1,astante interesantes cuando los dendrogramas se 

cortan para oo Búmero de chasters pequeño, k=3, k=5 pero se degraaa 

rápidamente cuando se aumema dicho l'Ñmero a valores tales como k=7, k=9, 

k=ll. 

La longitud de las series tiene también cierta reprecusión en los resultados. De 

las 36 bases de datos exploradas, disponemos de 9 para cada longitud 

(/=40,90,180,360). Se muestran a continuación las similitudes entre los clusters 

obtenidos mediante DS y los obtenidos mediante la distancia Euclídea separando 

los resultados por longitudes. Atendiendo al criterio de coincidencia de conjuntos, 

los resultados para longitudes 1=40 son ligeramente mejores que el resto. 
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Figura 6. 31 . Similitudes entre los clusters obtenidos usando la distancia Euclídea y la distancia DS, separando los 

resultados para distintas longitudes(/=40,90,180,360) y atendiendo al criterio de coincidencia de conjuntos. 
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7 

LA P ARALELIZ_ACIÓN 

Fundamentos 

La computación en paralelo es un conju.."1to de procesos que son capaces de 

trabajar cooperativamente para solucionar un problema computacional. La 

computación en paralelo es un proceso interesante porque ofrece el potencial de 

concentrar recursos 

MPI: Message Passing Interface 

MPI (Afessage Passing I11teiface) es un interfaz estandarizado para la 

realización de aplicaciones paralelas basadas en paso de mensajes. El modelo de 

programación que subyace tras MPI es MIMD (~~Jultiple lnstruction :Jtreams, 
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Mu/tiple Data streams) aunque se dan especiales facilidades para la utilización del 

modelo SPMD (Single Program Mu/tiple Data), un caso particular de MIMD en 

el que todos los procesos ejecutan el mismo programa, aunque no necesariamente 

la misma instrucción al mismo tiempo. 

MPI suministra al programador una colección de funciones para que este 

disefte su aplicación, sin que tenga necesariamente que conocer el hardware 

concreto sobre el que se va a ejecutar, ni la forma en la que se han implementado 

las funciones (IUC emplea 

Aplicación 

'-""'~~--MPI 

..-~-;--- Sw. paso de mensajes 

~-i--f---i-._ Hw. 

Figura 7. 1. MPI en el proceso de programación de aplicaciones paralelas. 

MPI consta de, al menos, estos elementos: 

• Una biblioteca de funciones para C, más el fichero de cabecera mpi.h 

con las definiciones de esas funciones y de una colección de constantes 

y macros. 

• Una biblioteca de funciones para FORTRAN+ mpif.h. 
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~ Comandos para compilación, típicamente mpicc, mpif77, que son 

versiones de los comandos de compilación habituales ( ce, f77) que 

incorporan automáticamente las bibliotecas MPt 

., Comandos para la ejecución de aplicaciones paralelas, típicamente 

@ Herramientas para monitorización y depuración. 

Cálculo de la distancia con alineación diaámka temporal usando 

procesamiento paralelo. 

La distancia con alineación dinámica temporal es costosa de calcular, la 

paralelización es un~ alternativa posible para el cálculo de dicha distancia. 

Recientes trabajos, (Keogh. 2006), han realizado estudios más profundos sobre las 

características de fa distancia de alineamiento. 

En el particionamie11to se ha establecido un paralelismo sobre los datos, de 

manera que se carga previamente la matriz de series temporales en memoria y se 

procede a su división. Dada una matriz de datos MatG con NumFil filas y con una 

serie en cada fila, el nodo maestro procede a la generación y posterior reparto de 

los pares de series temporales para los cuales se ha de calcufar la distancia de 

alineamiento. 
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Figura 7. 2. Reparto de la matriz de datos MatG con una serie por fila. VecDist será el vector de distancias calculadas. 
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Si identificamos cada serie por el número de fila en el que se sitúa, los pares 

generados serán : (1,2), (1,3),(1,4), .... , (1,NumFil), (2,3), (2,4), ..... (2,NumFil), 

... ,((NumFil-1), NumFil). En el reparto se ha procedido de la siguiente manera, a 

cada nodo se le da un par de series temporales, y así para todos los nodos del 

cluster, excepto para el nodo maestro que sólo se encarga de repartir y esperar la 

respuesta para colocada en su sitio. Una vez que todos los nodos han realizado y 

devuelto los cálculos correspondientes se procede a realizar el siguiente reparto. 

El proceso continúa hasta que todas las distancias hayan sido calculadas. 

El nodo maestro coloca cada resultado, una vez recibido, en la posición 

correspondiente del vector de distancias VecDist. Podemos verlo gráficamente en 

la figura 7.2. 

MatG será 1a matriz de datos con una serie en cada fila y con NumFil filas. 

VecDist será el vector de distancias generado donde para cada mímero de fila i 

menor quej, la distancia entre la fila i y la filaj será el elemento NumFil*(i-1) -

i*(i-1)/2 + j-i-1 del vector de distancias. 

Comparativa de clusters obtenidos mediante ADT y distancia Euclídea 

Calculados los clusters mediante la distancia de alineamiento temporal, nos 

podríamos cuestionar hasta que punto son distintos de los clusters obtenidos 

mediante la distancia Euclídea. Con dicha comparativa podríamos evaluar la 

presencia del escalado longitudinal en los datos. Para comparar los clusters se 

utiliza la medida de la similitud dada en (94) realizando las mediciones para 
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distintos valores de k=(ll,9,7,5,3). Los cálculos, como en las anteriores 

ocasiones, se realizan sobre las 36 bases de datos obtenidas sobre Ebay. 

Sim (Euclídea, ADT) 

,.........,-, 

1.0 
,------,-, 

,------,-, 
,.........,-, 

0.9 ,.........,-, 

0.8 1 1 
0.7 

L.......:...... 
L.......:...... '----'---' '----'---' 

L.......:...... 

k=ll k=9 k=7 k=5 k=3 

Figura 7. 3. Semejanza entre clusters generados por la distancia Euclídea y ADT. La medida de similitud entre clusters 

empleada es la dada en (95). 

Los clusters presentan importantes semejanzas, lo cual quiere decir que la 

distorsión en el eje temporal no está, en estos datos, demasiado presente. 

Podría también resultar interesante saber hasta que punto se mantienen las 

semejanzas entre los clusters utilizado la distancia real de alineamiento en lugar 

de utilizar su cota inferior. Los resultados se muestran en la siguiente gráfica. 
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Sim (LB_Keogh, ADT) 

,.......,...., 
1.0 

......,.., 
o. 

,--,--, ......,.., 
,--,--, 

0.8 1 1 1 1 ~ 

0.7 ~ 

~ 
'----'---' 

'----'---' 

0.6 

k=ll k=9 k=7 k=5 k=3 

Figura 7. 4. Semejanza entre clusters generados por la distancia LB_Keogh y ADT. 

Las semejanzas vuelven a ser importantes. La cota inferior LB_ Keogh es una 

buena aproximación de ADT, siendo una distancia con tiempo de cálculo lineal. 

En las dos gráficas que se muestran a continuación las pruebas vuelven a 

recuperar la distancia DS y retoman el uso que de dicha distancia se ha hecho en 

pruebas anteriores. Si comparamos clusters DS directamente con los clusters ADT 

los resultados son los mostrados en la figura 7.5. La distancia DS se ha utilizado 

sopesada y sólo sobre los segmentos que constituyen el patrón. 

Para ver si la inclusión de éstos segmentos en el cálculo de DS mejora las 

similitudes entre los clusters se han realizado las pruebas pertinentes y se han 

obtenido los datos mostrados en la gráfica 7. 7. 
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Cuando éstos algoritmos utilizan distancias sopesadas, como es el caso, es 

preciso plantearse si disponemos de un mecanismo correcto para ello, e incluso, 

si el sopesaoo de las series temporales es útil. 

Se han featizado los cálculos pertinentes sin sopesado y las semejanzas entre 

clusten no arrojan grandes diferencias, el sopesado automático según el método 

utilizado, no mejora la comparativa con los clusters ADT. Las diferencias entre 

los resultados de la figura 7.6 y 7.7 son casi imperceptml:es. 

Sim (ADT, DS) 

0.48 i 0.35 
T ,....,..., 

,....,..., 

1 0.30 

~ • • 
.....L... 

0.25 
.....L... 

0.20 .....L... 
.....L... 

k=ll k=9 k=7 k=5 k=3 

Figura 7. 5. Semejanza entre clusters generados por la distancia DS y ADT. La medida de similitud empleada es la dada 

en (95). 
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Figura 7. 6. Semejanza entre clusters generados por la distancia DS (usando todos los segmentos de la representación 

TA)yADT. 
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Figura 7. 7. Semejanza entre clusters generados por la distancia DS (usando todos los segmentos de la representación 

TA sin sopesado) y ADT. La medida de similitud entre clusters empleada es la dada en (95). 
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Benetkios de la paralelización 

Hay ciertas leyes que limitan los beneficios que puedan derivar de la 

computación en paralelo. El objetivo en el área de cóm,uto a gran escala es el de 

consepir realizar el máximo trabajo en el menor tiempo posible. La potencia de 

un sistema computacional puede ser definida como la cantidad de trabajo 

compotacional que puede ser realizado, dividido por el tiempo que lleva el 

hacerlo. El "speedup" de un programa paralelo está defitñdo segím. el porcentaje 

del tiempo en el que realiza un trabajo cuando es ejecutado con n procesadores 

con respecto al tiempo utilizado con un solo procesador. Será, por lo tanto, una 

Ñneióll de n, el número de procesadores. Si T(n) es el tiempo requerido para 

oompletar la tarea en n procesadores , S(n) , el "speeduf}" , vendrá dado segím. 

(180). 

(100) S(n) = T(I) 
T(n) 

En muchos casos (también en éste), el tiempo T(l) contiene una parte que es y 

será siempre serie, T., y una parte paralelizable, TP. La parte serie no disminuye 

cuando la parte paralela se divide. En el mejor de los casos, la parte paralela 

decrecerá con un factor de .!. . El incremento en la velocidad que uno pueda 
n 

esperar será por lo tanto el siguiente: 

(101) S(n) = T(l) = Ts + Tp 
T(n) Ts+ Tp 

n 
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Esta expresión es conocida como la ley de Amdahl y se expresa normalmente 

como una desigualdad. El "speedup" logrado realmente será siempre menor o 

igual que dicha cantidad. Se grafican a continuación los resultados obtenidos del 

"speedup" y el tiempo real de cálculo para un solo nodo, 2 y 4 nodos de cálculo. 

2 

0. 1,5 
:, 
'0 1 : 
0. .,, 

0,5 

o 
1 2 4 

Número de nodos de cálculo del cluster 

Figura 7. 8. Resultados obtenidos para la función S(n), para una matriz de datos de 250 series de longitud 180 

considerando 2, 3 y 5 nodos y empleando la fórmula dada en (100) . 

.! 200 -.------------------
a_ .......___ 
E i 150 +--------'=-----.= -----------1 
'8 '0 
• § 100 +--------------------, 
'0 et 

g_ : 50 +--------------------1 e-• ~ 0--------------------
2 4 

Número de nodos de cálculo del cluster 

Figura 7. 9. Tiempo de cálculo real de la distancia de alineamiento para una matriz de datos de 250 series de longitud 

180 para 2, 3 y 5 nodos en el cluster. 
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Conclusiones pardales 

La distancia ADT es la distancia que mejores resultados ha obtenido en 

múltiples y variadas pruebas y la búsqueda de cotas inferiores ha sido un área que 

ha atraído mucha atención en los últimos ai\os. Las cotas inferiores de la distancia 

ofrecen la posibilidad de realizar el cálculo de la verdadera distancia sólo cuando 

sea necesario siempre que busquemos series simikves a una serie dada. Si 

deseamos utilizar la verdadera distancia y se desea reatizar el cálculo en un tiempo 

razonable puede que la paralelización sea ltffll de las akemativas posibles. 

Las pruebas realizadas no son lo suficientememe amplias CtmlO para extraer un 

resultado definitivo pero pueden dar pistas sol>fe las ventajas que la paralelización 

pueda aportar en el cálculo de distancias costosas tal como ADT. 

La paralelizazión será también una alternativa cada vez más utilizada en 

~ de reglas de asociación en series temporales (Li et al. 2000). 
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CAPÍTULOS 

CONCLUSIONES Y LÍNEAS FUTUitAS 

El objetivo de esta tesis es explorar el área de mmeria de datos temporales y su 

uso en el análisis de series bursátiles. El dominio de aplicación ha cletermmado en 

gnm pane el .-abajo realizado, desde el momento en el que se ha dado prioridad al 

significado que tienen los patrones normalmente utilizados por los expertos en el 

área. El resultado logrado es un clustering de las series temporales que conserva 

similitudes semánticas entre los elementos del cluster. La metodología utilizada 

para lograr dicho objetivo ha sido la de evaluar la presencia de dichos patrones 

para poder, posteriormente, usar una medida de la similitud que, sin estar sujeta al 

dominio de aplicación, pueda lograr el objetivo deseado: juntar en el mismo 
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cluster series que, aún no siendo series con el mismo patrón, presentasen las 

suficientes semejanzas como para ser consideradas similares. 

El dominio de aplicación presenta clificultades propias, varios expertos en el 

área no estarían, muchas veces, de acuerdo sobre la presencia de un cierto patrón 

en una serie temf)oral al ofrecerse ésta a múltiples interpretaciones. 

La detección de los puntos de cammo, la búse¡JUeda de la representación más 

adecuada para una serie temporal o bien la ~ de una medida de la 

similimd adecuada para la representación pbmeada, SOR los pilares sobre los que 

descansa la minería de series temporales. Las áreu de aplicación de esta 

asciplim están extendiéndose contimtameme. Algunos métodos aplicados 

aciualmente a las series temf)orales, ~ ser aplicacAos a otras áreas tales como 

las aplicaciones 1DBkimedia, imágenes de vicleo, fCCOIIOCimiemo de ÍtmlA ó 

clasificación de imágenes, siempre f1UC los elatos se conviertan a un formato 

similar. Por ejallpl6, en (V aklos, M 2004), se ll5atl los térmittos empleaclos en el 

huscMlor MSN para generar una serie temporal en la que los valores se 

corresponden con el número de veces f1UC w determinado término de ~ ha 

sido solicitaclo a lo mf10 del dia. 

El primer paso antes de que las series temporales se compriman, es 

transfonnartas o 11011Mlizadas de manera que los patrones similares puedan ser 

fácilmente identificados. 

El preproceso aplicado a las series ha consistido en el suavizado con el fin de 

eliminar mido. No era necesario tratar la translación puesto que las distancias DS 

y DB consideran dos series similares aunque se encuentren trasladadas en el eje de 
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ordenadas, y se decidió no tratar el escalado en amplitud y el crecimiento lineal, 

por considerar que dos series eran distintas entre sí cuando éstas transformaciones 

se encontrasen presentes. 

En lo que respecta a la detección de los pumos de cambio, se han estudiado 

sucesivos valores del parámetro h, relacionándolos con el número de extremos 

obtenidos y la posterior detección de patrones, despejando algunas de las dudas 

sobre el valor óptimo del parámetro cuando éste sea vtilizado para el proceso de 

detección de extremos. 

En cuanto a la búsqueda de la representación más adecuada para las series 

temporales, se ha intentado conservar la qve ll0fffl8lmente el experto usa, 

realizándose, posterionneme, valoraciones sobre la segmentación obtenida. 

Es interesanie tener en cuenta múkiples distancias en lugar de concentrarse en 

una sola y, de la misma manera, tener en cuenta varias representaciones. Se han 

realizado consideraciones con respecto a otras representaciones en lo qve respecta 

al error de reconstmcción y hu&iese sido posihte explorar otras representaciones 

analizando, posteriormente, los resultados del cmstering. Serán necesarios 

posteriores estudios para profundizar en este aspecto. 

Es necesario recordar que ninguno de los métodos de reduccioo de la 

dimensionalidad es mejor que los demás en cualquier situación. De acuerdo a las 

características de la base de datos, un método puede dar mejores resultados que 

otro. La clave está en elegir el método que mejor se acomode al dominio de 

aplicación en el que se esté trabajando. 
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La distancia Euclídea y la distancia ADT son, hasta el momento, las mejores 

distancias y LB_ Keogh es la cota inferior de ADT que más se aproxima a ella. 

Las distancias DS y DB (realizados los estiramientos pertinentes en los 

segmentos constituyentes), permiten que dos series iguales entre sí pero 

desplazadas tanto en el eje x como en el eje y, sean consideradas similares, con lo 

que conservan ciertos de los atril:Jutos interesantes ie ADT. 

Comparando los clusters ootenidos con la 1q,resentación TA, y distancias DS y 

DB, con los clusten obtenidos mediante la mstancia Euclídea, ADT y LB_ Keogh 

en la representación original, tenemos UM referencia de las semejanzas ~ 

permaaecen y iesai,arecen como coosecuencia iel proceso iesarrollado. En lo 

'l'le respecta a tas mstancias 'l'le interesan a la autora en la representación TA y 

'l'Je ..,_ por ex¡,erimentar, se enc1ientfall, al meaos, ta -.listancia con alineación 

temporal entre segmentos y aproximaciones ie la tlistancia ADT. 

Las ~imaciooes de ta distancia ADT se ~ restringiendo la 

~ permitMla. Se definiría para elle UM región de coincidencia 8 2 , de 

manen 'l'Je ta complejidad cuadntica en ta longiW de la serie,O(n2), quedase 

redlacia a O(&). Aciemás, ésta puede ser l.lfta manera de mejorar la exactitud, 

impidiendo coincidencias no deseadas. 

La región de coincidencia ó banda puede definirse deformada y sin deformar y 

es posible que el mejor harmónico encontrado para cada segmento pueda 

suministrar información sobre los anchos de banda de interés. 
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Por otro lado, la mayoría de la investigación se ha centrado, hasta el momento, 

en representaciones calculadas en modo batch, pero el desarrollo masivo de 

dispositivos móviles y sensores en tiempo real, ha creado la necesidád de obtener 

una representación que se pueda modificar de maneras incremental, aproximando 

los datos, por ejemplo, de acuerdo a su edad. Representaciones de este tipo se 

vuelven necesarias cWIDdo fas frecuencias a las que se generan los datos son tan 

altas que su manipulación o almacenamiento se vuelve impracticable. En éstos 

casos, puede que nos interese obtener más precisión en los datos más recientes. 

Se denomina a este tipo de representaciones, representaciones amnésicas. 

Distintos dominios de aplicación podrían estar interesados en recordar los datos de 

distinta manera. Por ejemplo, si los datos fuesen el doble de viejos que los últimos 

disponibles, podria permitirme el lujo de conservarlos con un error que sea el 

doble de lo permitido en los datos más actuales. 

Centrando nuestra mirada en el análisis técnico, sus gráficos muestran el 

escenario de una batalla entre compradores y vendedores. Para los analistas, es 

importante determinar la ocurrencia de patrones que puedan predecir subidas, 

bajadas y continuaciones de tendencias. El analista técnico trabaja en el dominio 

temporal y el trabajo mostrado en esta tesis también, puesto que se ha considerado 

que es el dominio más intuitivo y aquel en el que normalmente analizan los 

analistas los datos financieros. Todo ello, a pesar de que las Transformadas 

Wavelet y su capacidad de análisis a distintas escalas constituyen, actualmente, nn 

mecanismo ampliamente utilizado en análisis de datos económicos. El proceso 

empleado de extracción de conocimiento útil a partir de las series temporales 
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utilizado ha sido semejante al que seguirla un analista técnico, pero la 

automatización del proceso de decisión no es fácil cuando los objetos con los que 

se uta son objetos complejos, como es el caso de las series temporales. 

Decidir si una serie temporal contiene o no un patrón, incluso decidir qué 

patrón de todos los que contiene es el más adecuado para representado, es una 

acción que el analista realiza automáticamente empleando para ello roda la 

experiencia acumulada en su vida laboral. El experto deberá reconocer síntomas 

relacionados con el comportamiento y la ¡,sicología del mercado. Estos patrones 

1e han repetido a si mismos en sucesivos ciclos del mercado, la explicación debe 

ser que refleja la psicología de las masas. 

Una representación adeCWIOa puede ser la lave para el descuhrimiento de 

patrones válitlos. La representación mediante segmentos lmealel es muy utilizada 

y en este caso se ha considerado tamhién la más a,ropiada. Es •• representación 

sencilla, amque el proelema ce la ~ Ól'ftlml BO lo sea. Una 

,q,,esemación basada en segmentos lineales permite • almacenamiento y un 

cémpulo ce los datos más eficiente. Atlemás, usar se~os lineales en la 

,eprcsentación TA ha servido para conservar la percepción que el experto tiene al 

ohserv• crá&os de series temporales bursátiles. 

Los algoritmos que reciben series temporales y devuelven una representación 

lineal a tramos son los denominados algoritmos de segmentación. Se han utilizado 

los extremos detectados a lo largo de una serie temporal como los puntos 

candidatos para una segmentación, tal como se ha hecho en otros trabajos, 

(Chung, Fu-Lai 2004). Pruebas exploratorias dejaron claro que seleccionar unos 
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ciertos extremos de la serie temporal e imponer las restricciones respectivas a 

cada patrón podía generar patrones de poca calidad. La manera de mejorar esta 

calidad y de tener cierto control sobre el proceso de extracción ha sido el uso de 

parámetros: parámetro h que mide el suavizado de la serie, parámetro/ que mide 

la resolución a utilizar en la extracción y el parámetro lgp que mide la longitud del 

patrón. El desafio, en este aspecto, es el descubrimiento de patrones frecuentes 

sin necesidad de especificar parámetros difíciles de determinar. 

Los cmsters obtenidos podrán ser utilizados para un acceso rápido a las series 

más semejantes a una serie dada en un espacio de baja resolución. La tarea de 

cmstering, tan comúnmente usada como tarea previa en procesos de extracción de 

información, es, de todas maneras, 1ma wea que se debe emprender con cierto 

cuidado ,.-a poder obtener resultados signifteativos (K.eogh ad Lia 2003). 

Fumras líneas de trabajo irán dirigidas a explorar otras tareas de mineria de 

elatos, con otras aplicaciones de la representacién y medidas de la distancia 

planteadas. Es el caso de la minería de reglas de asociacién, 1ma tarea que lltiliza 

como elememos las formas Wsicas y los patrones frecuentes. De la misma 

manera, ciertos algoritmos de clasifteacién de series temporales trabajan 

construyendo prototipos para cada clase y puede q11e los elementos de los clusters 

obtenidos puedan ser utilizados como prototipos para dicha labor. 

Otras tareas, tales como la detección de anomalías, deben, inicialmente, 

modelar comportamientos comunes antes de poder detectar futuros patrones 

distintos a los patrones típicos. 
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El masivo uso de datos temporales ha hecho que el esfuerzo realizado en 

investigación y desarrollo en el área de minería de datos haya aumentado 

consi'4erablemente la última década. Además del software específico para wlisis 

y minería '4e series temporales, empresas proveedoras de productos pan ¡estión 

'4e grandes bases de datos están realizando el esfuerzo de ailadir a sus productos el 

software necesario r,ara que estas tareas se integren dentro de las labores comunes 

a las bases '4e '4atos. Es el caso de Microsoft que está ailadiendo a su software la 

capacidad de wlisis de bases de .tafos temporales. 

Es además n área intriBsecamente 1DVkidisciplinar donde la estadística, la 

compueación paralela y el desaffofio '4e alioritmos de visualización, enve oíros, 

tiene IDVCha itnportaBcia. El ~ de extensas bases ele .tafos de series 

temporales de gran dimensioMWatl ohligará a utilizar algoritmos de 

paralelizacióa 'l'lC penmtan obrener ~ en un tiempo razooable. 

La COIB)Ntacióa en paralelo es • pmceso interesante ponp¡e ofrece el 

potencial de ooncentrar los recwsos OOIIJfM8Cienales, ya sea en procesamiento ele 

elatos, como en utilización de recwsos de ltanlware y supone \fl'la alternativa a la 

llora de aliFfBI" los costoso procesos de cálcvlo en mineria ele series temporales. 

El estudio de modelos para series temporales tales como los modelos 

AJUMA( autoregressive integrated movmg average) han resultado ser útiles en el 

modelado de series temporales tanto estacionarias como no estacionarias y los 

parámetros de dichos modelos utilizados para implementar medidas de la 

distancia entre series temporales. Estas aproximaciones adquieren más validez 

cuando se está tratando con series temporales largas donde las similitudes 
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definidas sobre la base de formas dan malos resulta4os. En éttos -. • 

necesario definir similitudes sobre estructuras de más alto aivel, tal eoJlllD ,-••• 

ser los modelos AIUMA, los parámetros de auto correlacióB o los ~ di 

oo modelo de Markov. 

A veces, los algoritmos utilizados para el análisis de datos temporales resullan 

muchas veces inadecuadas para datos reales. Existen situaciones en las cpae la 

minería de datos temporales se tiene que aplicar sobre datos irregulares, o sohre 

datos temporales no se encuentran icua,lmente espaciados, q\le se ~ 

distribuidos o 'f\le presenten cierta asincronía. A veces, es necesario realiza a 

análisis distribuido, de manera que el filtrado, la transformación y el análisis se 

ltaga lo más cerca posible de las fuentes de datos para evitar los tiempos 

prohibitivos de transmisión. Además, ciertos datos se almacena aóll> 

temporalmente, con lo cual, necesitan a análisis en tiempo real. Las ..... 

datos PQCden, a veces, ser heterogéneos, parte categóricos y pan¡.;. ~. 

En el caso concreto de las series temporales hunátiles los .,.._ ._ 

afortunadamente fiables y son recogidos, JIOfffllllmente, a ~ fll In•. ,11 

lo cual no se plantean las problemáticas mencionadas aataiula••• 

Se ha tratado, en ésta tesis, algunos de los • • 

análisis multidimensional y minería de datos. Se haa 

expuesto los resultados pero la alHora es consciente • .. 

contribución que espera pueda servir como intr • 

área en estudio. Si resulta ser válido para que •• 

el trabajo realizado verá su objetivo roaliado. 
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